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Giovani Garuffi Rondel∗ Rodrigo Dahlstrom Hilkner∗

Resumo

Esse projeto tem como intuito a análise e estudo dos desafios de previsão para o mercado
financeiro. Para isso, foi pensada uma abordagem computacional que pudesse modelar
e aproximar uma solução para este problema. Foi proposta uma série de diferentes
configurações, técnicas e métricas para tal análise, sendo que a abordagem escolhida
foi a modelagem do sistema como um problema de classificação sobre o aumento ou
diminuição diário do valor da ação. Foram estudadas então duas propostas de solução
baseadas em redes neurais: uma abordagem utilizando-se de uma rede tradicional mul-
ticamadas (MLP) e outra utilizando-se da rede recorrente de tipo LSTM. A partir dos
resultados obtidos, foi posśıvel concluir que a complexidade da modelagem do problema
impacta diretamente em como cada algoritmo é capaz de se adequar e apresentar uma
boa acurácia na predição. Por fim, nossos resultados nos levam a crer que, por mais
caótico que o mercado financeiro possa parecer, ele ainda apresenta certa previsibilidade
matemática e técnicas computacionais preditivas se demonstram dessa forma relevantes
nesse cenário.

1 Introdução

A previsão de cotações e ı́ndices da bolsa de valores é um grande desafio, mesmo para
grandes estudiosos do mercado financeiro. Prever o futuro é algo muito complexo, mas com
algumas ferramentas estat́ısticas podemos analisar o passado em busca de algumas dicas
sobre o futuro.

Nas teorias do mercado de capitais podemos encontrar desde estudos que dizem que é
imposśıvel modelar a tendência do preço de uma ação, como as teorias do Mercado Eficiente
e de Random Walk, até conceitos que dizem que as mudanças no valor das ações, por mais
que caóticas, não são completamente aleatórias e seguem uma tendência por algum tempo
e, portanto, são previśıveis.

Neste projeto decidimos trazer uma abordagem computacional a esse problema e verifi-
car se algoritmos baseados em aprendizado de máquina em conjunto com teorias estat́ısticas
de análise técnica poderia trazer um modelo satisfatório para previsão do mercado de
ações. Procuramos também entender a posśıvel aplicabilidade real dessas técnicas como
uma forma de análise automática para o comportamento de um sistema cuja previsão pro-
babiĺıstica aparenta grande complexidade.

∗Instituto de Computação, Universidade Estadual de Campinas, 13081-970 Campinas, SP.

1



2 Rondel e Hilkner

Para isso, desenvolvemos um sistema que busca dados históricos de abertura e fecha-
mento da bolsa de valores de uma determinada ação e, a partir dessa série temporal obtida,
treina uma rede neural capaz de fazer uma previsão do comportamento que essa ação toma
em uma janela de tempo diária. Para isso, utilizamos a linguagem de programação Python
e a biblioteca Keras, que tem como foco o desenvolvimento de algoritmos de Deep Learning.

Dividimos nossos experimentos em diversas configurações, que serão detalhadas mais
adiante, sendo que os modelos utilizados de redes neurais foram do tipo Multilayer Percep-
tron (MLP ou Perceptron multicamadas) e Long Short-Term Memory (LSTM ou Memória
de longo e curto prazo).

A estrutura do documento a seguir se divide da seguinte forma: A seção 2 é dedicada
à descrição completa da metodologia utilizada, desde a aquisição dos dados, tratamento
desses, o algoritmo desenvolvido e como se deram os experimentos realizados. A seção 3
apresenta os resultados obtidos para todas as configurações e discute as diversas métricas e
comparações obtidas para cada experimento. A próxima seção é dedicada para uma análise
mais minunciosa de como cada experimento revela um aspecto diferente do problema pro-
posto e como cada parâmetro influencia no resultado final. Por fim, apresentamos as con-
clusões obtidas em todo o projeto e uma janela para posśıveis próximos passos a partir dos
resultados alcançados. Apresentamos ainda um apêndice com todas as métricas utilizadas
e resultados obtidos lado a lado para efeito de comparação.

2 Metodologia

2.1 Fundamentos da modelagem do problema

2.1.1 Sobre o mercado de ações

Há muitas teorias financeiras que tentam explicar a formação de preços de ativos no
mercado de capitais. Dentre elas, uma muito debatida é a Hipótese do Mercado Efi-
ciente [1]. Essa teoria segue a hipótese de que o mercado é completamente eficiente e,
portanto, seus preços sempre refletem todas as informações do mercado de maneira basica-
mente imediata. Dessa forma, não há ação barata ou cara e, no longo prazo, não há maneira
de conseguir retornos acima da média. Entretanto, há discordância sobre tal hipótese já
que ela supõe que não há hiato entre um fato do mercado e o conhecimento dos investidores
para considerarem o novo preço de um ativo.

Supondo que não sejam instantaneamente eficientes e que também não se comportam de
maneira completamente aleatória (Teoria de Passeio Aleatório [2]) é válido o estudo e análise
de modelos que tentem interpretar o mercado de ações. Para isso, algumas abordagens são
mais comuns sobre a bolsa de valores, que no geral se combinam na formulação de uma
estratégia bem estruturada para a previsão de preços: a interpretação de not́ıcias, a análise
técnica e a análise fundamentalista.

A interpretação de not́ıcias é imprescind́ıvel para qualquer investidor. Isso poderia
se encaixar em um modelo de Aprendizado de Máquina no que diz respeito a análise de
sentimento a partir da mineração de dados em portais de not́ıcias relacionadas ao mercado
financeiro. A análise fundamentalista se baseia em analisar a saúde econômica de uma
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entidade financeira, como sua receita, lucro, d́ıvidas, gestores, entre outros. Essa é uma
análise mais t́ıpica para projeções de longo prazo (meses, anos), então o projeto não tra-
balhou com esta análise. A análise técnica, por sua vez, foca mais em investimentos no
curto prazo (dias) e foi o foco do projeto, como será melhor descrita a seguir.

2.1.2 Análise técnica

A análise técnica tenta interpretar a movimentação de preços de uma ação através da
análise do comportamento de gráficos de velas. Um exemplo de gráfico de vela pode ser
visto na Figura 1. É uma das ferramentas mais utilizadas pelos investidores de curto prazo,
como day-traders, e tem como premissa que os preços de ações seguem tendências e que os
movimentos do mercado tendem a se repetir com o tempo. Essa análise leva em conta o
preço das ações e o volume de transações realizadas e tem como base a relação entre oferta
e demanda, ou seja, a interpretação de se o mercado está fazendo mais pressão para que o
preço de uma ação aumente ou diminua.

Figura 1: Exemplo de gráfico de velas. Neste gráfico vemos também um famoso indicador técnico, chamado Bandas
de Bollinger. A principal ideia por trás do indicador é ressaltar como os preços estão dispersos em torno de um valor
médio.

Os indicadores técnicos são instrumentos de extrema importância para a análise
técnica. Existe uma variedade de indicadores técnicos e osciladores. Indicadores de tendência
são os mais famosos, como médias móveis e bandas de bolinger, e tentam mostrar em qual
direção o mercado está indo. Apesar de muito poderosos, em momentos em que o mercado
tem baixo volume de transações eles passam a ter baixa qualidade. Os indicadores de força
tem como objetivo mostrar qual a probabilidade de uma tendência a ser seguida. Já os
indicadores de momento tem objetivo de mostrar a velocidade com que os preços estão
mudando.

2.1.3 Redes Neurais

Redes Neurais Artificiais representam modelos computacionais cujo foco é, a partir de
uma quantidade de dados, obter uma função ou um conjunto de funções que combinadas



4 Rondel e Hilkner

aproximem o conjunto de dados utilizado. Tais funções são calculadas por componentes da
rede denominados neurônios, e a arquitetura da rede é basicamente associada a quais tipos
de neurônios são utilizados e qual a organização desses. Uma t́ıpica rede MLP é composta
por um conjunto (camada) de neurônios de entrada que recebem os dados originais, uma
(ou mais) camadas intermediárias (denominadas ”escondidas”) e uma camada final de sáıda
que representa o valor final da predição da rede. A Figura 2 representa uma arquitetura
simples de MLP.

Figura 2: Representação esquemática de um MLP de arquitetura simples contendo três neurônios de entrada, duas
camadas escondidas e um neurônio de sáıda. Em nosso projeto, os valores desses parâmetros se acomodaram à
quantidade de indicadores e dias analisados em cada passo, assim como ao número de classes previstas ao final.

Para que o aprendizado seja posśıvel, inicialmente cada neurônio da rede é inicializado
com pesos aleatórios no cálculo de suas funções. Um passo é dado na direção de entrada
para a sáıda (feedforward) em que a partir dos dados de entrada é calculado o resultado de
cada neurônio até a camada de sáıda. A partir disso, toma-se o erro entre a previsão da
rede e o dado real e esse valor é então propagado de volta para a arquitetura, ao passo que
os pesos de todos os neurônios são atualizadas para se adequarem melhor ao dado utilizado,
por meio das técnicas backpropagation[7] e gradient descent (gradiente descendente)[8].

Para o problema proposto, temos que o conjunto de dados utilizado trata-se de uma
série temporal, ou seja, um conjunto de observações feitas sequencialmente ao longo do
tempo. Dessa forma, a informação temporal e sequencial é extremamente importante para
um posśıvel aprendizado de maior assertividade. Dado isso, nossa segunda abordagem teve
como intuito explorar exatamente essa diferente entre arquiteturas, portanto nos utilizamos
da arquitetura de redes neurais recorrente do tipo LSTM (Long Short-Term Memory).

Redes neurais recorrentes apresentam como diferencial o fato de que a cada passo no
sentido direto da rede, além de ser calculada uma previsão final que terá seu erro minimizado,
há também a propagação de informação entre passos, de tal maneira que a cada iteração
unem-se informações do dado presente e de dados anteriores e passa a ser posśıvel para a
rede compreender relações temporais entre os diferentes dados de entrada. Os passos de
propagação no sentido direto e o backpropagation se mantém para esse tipo de rede. A
Figura 3 representa uma arquitetura genérica de RNN e esquematiza essa propagação de
informação entre passos.

A arquitetura tradicional de redes recorrentes apresenta uma série de limitações em
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Figura 3: Representação esquemática de uma rede neural recorrente. A primeira imagem representa a rede simplifi-
cada, ao passo que a segunda representa seu comportamento sequencial.

seu treinamento, como o problema de vanishing gradient [10], que se dá pelo fato da rede
receber como sinal complementar somente o resultado mais recente, de tal maneira que essa
informação não se propaga por muito tempo e relações temporais mais distantes acabam
por serem perdidas e não aprendidas pela rede. Dessa forma, a arquitetura LSTM[11] foi
desenvolvida como uma forma de reduzir tais impactos e manter o aprendizado de relações
temporais a longa distância preservados.

Figura 4: Representação esquemática de uma rede do tipo LSTM. À esquerda encontra-se a representação da célula
LSTM, sendo representados os portões de esquecimento (1), entrada (2), sáıda (3). A segunda imagem representa a
arquitetura completa da rede com diversas unidades LSTM alinhadas em cada camada.

A base do funcionamento da rede LSTM está em sua célula, que pode ser entendida como
uma sequência de operações realizadas ao longo dos dados de entrada por suas subestruturas
conhecidas como ”portões”ou gates. São essas portões o portão de entrada (input gate), a de
sáıda (output gate) e de esquecimento (forget gate). A figura 4 apresenta o funcionamento
geral de uma célula LSTM e da rede como um todo. Seu funcionamento pode ser resumido
de maneira que o portão de entrada contabiliza quanto um novo dado de entrada flue para
a célula, o portão de esquecimento controla o quanto que um mesmo dado permanece em
cada célula ao longo do tempo e o portão de sáıda controla o quanto o valor da célula é
utilizado para computar o valor final da ativação da célula. Os pesos atribúıdos a cada gate
são parâmetros que controlam o funcionamento destes e devem ser otimizados durante o
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processo de treinamento da rede.

2.2 Conjunto de dados

2.2.1 Série temporal de preços e indicadores

Inicialmente obtivemos uma série temporal diária das seguintes ações da NASDAQ:
Coca-Cola Company (KO), IBM, Oracle Corporation (ORCL), NASDAQ-100 - ı́ndice das
100 maiores companhias da NASDAQ (NDX). A figura 5 representa a série temporal obtida
para a empresa Coca-Cola. Foram coletados dados diários desde 1999 até 2019, sendo
um total de mais de 5000 pontos para cada ação. Os treinos para cada ação foram feitos
separadamente. Para cada dia coletamos o equivalente a um ponto em um gráfico de velas:
o preço de abertura, fechamento, máximo, mı́nimo e o volume de transações realizadas
naquele dia. Esses dados foram coletados através da API Alpha Vantage [3].

Figura 5: Na primeira imagem, valores de fechamento diário da Coca-Cola Company (NASDAQ: KO) entre dezembro
de 1999 e dezembro de 2019. Na segunda, variação diária do valor da ação no mesmo peŕıodo

A partir dos dados de preço e volume da ação podemos obter os indicadores técnicos
desta ação com ajuda da biblioteca para Python TA-Lib [4]. No nosso modelo, utilizamos
os seguintes indicadores [5]:

• Média móvel simples (SMA): Média do preço (de fechamento) da ação dos últimos
N dias. No nosso modelo N = 10.

• Média móvel exponencial (EMA): é uma média móvel que dá um peso maior
para os preços mais recentes. Também utilizamos N = 10.

• Convergência e Divergência de Médias Móveis (MACD): Mostra a diferença
entre duas médias móveis exponenciais, uma de longo prazo (26 dias) e outra de curto
prazo (12 dias).

• Indicador de movimento direcional (ADX): Indicador de força com o objetivo
de medir quão intensa é a tendência atual, de 0 a 100. Ele também carrega 2 li-
nhas de tendência DI- e DI+, que medem as forças dos movimentos de baixa e alta,
respectivamente. Quanto mais distantes estão essas curvas maior o valor do indicador.
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• Indicador de Canal de Commodities (CCI): Faz a análise da diferença entre
o preço atual e sua média móvel (de 10 dias). Geralmente vai de -100 a 100, onde
um valor positivo indica que o valor atual está maior que a média móvel e um valor
negativo indica o oposto.

• Indicador de força relativa (RSI): Consiste na divisão do ganho médio que o preço
teve durante esse tempo pela perda média que sofreu e, em seguida, organiza o cálculo
em uma escala de 0 a 100. Qualquer ponto acima de 70 é considerado sobrecompra e
qualquer ponto abaixo de 30 é considerado sobrevenda.

• Momentum (MOM): É a diferença entre o preço de fechamento de uma ação hoje
e N peŕıodos atrás. Indica velocidade na valorização ou desvalorização do ativo.

• Williams %R (WILLR): Mais um indicador de momento que compara o preço de
fechamento de um ativo, com relação ao valor mais alto e mais baixo dos últimos N
dias. Para nós N = 10.

• Indicador Saldo de Volume (OBV): Calcula o saldo de volume transacionado de
uma ação entre dias. Ele se baseia no conceito básico de que o volume precede o preço
da ação.

• Indicador Acumulação/Distribuição (AD): Usa volume e preço para indicar
se a ação está sendo acumulada ou distribuida, o que pode ajudar a analisar falsas
tendências.

• Índice de movimento direcional (ADOSC): Aplica MACD sobre AD, ou seja
ele calcula a diferença da média exponencial entre dois peŕıodos do Indicador Acu-
mulação/Distribuição.

2.2.2 Anotação

A anotação dos dados se deu a partir da variação (derivada) calculada para o valor
diário da ação. A segunda figura em 5 representa essas variações para as ações da empresa
Coca-Cola. A partir desse valor, foi posśıvel então analisar o balanceamento de dias com
variação positiva (aumento no valor da ação) e negativa (diminuição). Além dessa anotação
binária, foi posśıvel também subdividir o problema calculando não apenas se a ação iria
aumentar ou diminuir de valor, mas também o quanto ela mudaria de valor. A anotação
não-binária se deu em 8 classes, 4 sobre o aumento do valor da ação (B1, B2, B3, B4) e 4
para a redução de seu valor (S1, S2, S3, S4), que representavam respectivamente o aumento
ou diminuição de: (1) até 0,5% do valor da ação; (2) até 1%; (3) até 2%; e (4) mais que
2%. As duas abordagens utilizadas, binária e não-binária, foram escolhidas de maneira que
manteve-se um bom balanceamento entre as classes.

2.2.3 Normalização

Empresas comumente podem inserir e retirar papeis (ações) da bolsa, como, por exem-
plo, quando a empresa julga que o preço de sua ação está muito alta e decide realizar um
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desdobramento de 100% de seus papeis, ou seja, cada 1 papel passa a virar 2 e o preço de
cada papel cai pela metade. O processo oposto ao desdobramento é chamado de agrupa-
mento. Por isso, é importante realizar a normalização dos preços e volume da série temporal:
para toda a série anterior a um desdobramento de 1 para 2, por exemplo, o preço da ação
foi dividido por 2 e o volume de transações multiplicado por 2.

Outro fenômeno recorrente é o pagamento de juros e dividendos pela empresa. A cada
trimestre, semestre ou anualmente, uma empresa paga juros sobre capital próprio e/ou
dividendos a seus acionistas. Quando isso ocorre, o valor da ação cai no mesmo valor
que foi pago em juros e dividendos. Para normalizar esse valor temos que ajustar a série
temporal na mesma proporção do que foi pago sobre preço da ação.

Após a etapa de normalização dos preços e volume da ação, podemos calcular os indica-
dores técnicos para a série em questão. Os indicadores de tendência e momento utilizados
eram diretamente correlacionados com o preço da ação e foram normalizados dividindo-os
por esse valor. Os indicadores de força utilizam como parâmetro o volume (OBV, AD,
ADOSC) de ações transacionadas e foram normalizadas sendo divididas por este valor. Os
indicadores MACD e RSI tinha valor de 0 a 100 e foi normalizado sendo dividido por 100.

2.2.4 Treino e teste

Para a separação do conjunto de dados como treino e teste, para a arquitetura MLP
foi utilizada a função train test split da biblioteca de aprendizado de máquina em Python
sklearn, que divide os dados aleatoriamente de acordo com a proporção desejada. A pro-
porção utilizada para o treinamento foi de 30% dos dados para teste e 70% para os dados
de treino. Como o modelo não se utiliza de dados sequenciais ou informações temporais,
essa é a abordagem mais adequada para se reduzir o viés introduzido na rede.

Por outro lado, no caso da LSTM, a aplicação da mesma técnica não seria posśıvel uma
vez que remover dados aleatoriamente do conjunto de treinos afetaria a compreensão da rede
sobre o intervalo utilizado, uma vez que resultaria em uma série temporal com ”lacunas”.

Dessa forma, a escolha de separação de dados preservou sua relação temporal, sendo
os dados dos 5 anos mais recentes sendo utilizados para teste e os dados mais históricos
utilizados como treino (e validação).

2.3 Experimentos realizados

2.3.1 Configurações utilizadas

Dividimos nossos experimentos em diversas categorias a serem analisadas.

• Arquitetura: Utilizamos os modelos de redes neurais MLP e LSTM.

• Classes (Tipo de anotação): Utilizamos dois tipos de classificação para o expe-
rimento: um problema de classificação binária, de compra/venda; e um problema
multiclasse, que analisa a qualidade da compra e da venda.

• Indicadores: Utilizamos três diferentes subconjuntos incrementais de indicadores
financeiros para estudarmos suas influências.
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• Intervalo de tempo: Separamos três diferentes intervalos ou ”janelas”de dias utili-
zados como entrada para cada modelo.

Figura 6: Representação esquemática da arquitetura da rede MLP implementada, com entrada do tamanho de 6
neurônios e camada de sáıda para a classificação binária e multiclasses, respectivamente

2.3.2 Definição da arquitetura e treinamento da rede neural

A partir de todas as configurações descritas, definimos a arquitetura dos diferentes mo-
delos analisados de uma forma semelhante. A camada de entrada é representada pelo
tamanho do intervalo de dias e do número de indicadores financeiros utilizados, ao passo
que a camada de sáıda é do tamanho da quantidade de classes a serem previstas, sendo
que para o caso de classificação binária apenas um neurônio é o suficente. Para as camadas
intermediárias, o modelo MLP foi definido por uma concatenação de duas camadas escon-
didas de tamanho três vezes o tamanho da entrada intercaladas por camadas de dropout
para diminuir casos de overfitting, que seria o modelo ficar muito enviesado para os dados
de treino e não ser capaz de generalização para dados nunca vistos. A Figura 6 representa
o padrão de arquitetura utilizado, omitindo-se as camadas de dropout. Para os modelos
LSTM, a camada intermediária foi composta por uma camada de número de células LSTM
de tamanho três vezes a de entrada. Não foram utilizadas mais camadas intermediárias pois
o número de parâmetros e complexidade da arquitetura resultaria também em overfitting. A
Figura 7 exemplifica a arquitetura da rede, sendo que para o uso da LSTM como uma rede
de classificação é necessário aplicar uma função softmax no valor de sáıda da representação
da rede, que codifica os resultados em probabilidades de predição para cada classe. Para o
treinamento, todas as redes foram treinadas utilizando-se o otimizador Adam[13].

3 Resultados e análise

As tabelas completas de comparação de todas as configurações se encontram no anexo A.
De acordo com as configurações utilizadas, podemos subdividir a análise pelas discrepâncias
observadas em cada categoria separadamente.
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Figura 7: Representação da arquitetura da rede LSTM implementada, com a célula de sáıda representando a sáıda
multiclasse e classificação binária.

• Arquitetura: Fica claro que para todas as situações e experimentos, a arquitetura
LSTM obteve valores superiores de classificação, o que demonstra que é uma arquite-
tura mais especializada para aprender valores sequenciais como era o esperado. Isso
fica claro pelos resultados melhores tanto nas métricas padrões de classificação como
no valor calculado de lucro relativo no peŕıodo.

• Classes: É viśıvel que a diferença entre cada configuração altera completamente a
performance. O problema de classificação binária acaba sendo um problema mais
simples de tal maneira que mesmo algumas configurações mais simples da rede MLP
conseguiram valores interessantes de F1-Score. Por outro lado, o problema de classi-
ficação com múltiplas classes provou-se um problema extremamente mais complexo,
reduzindo todas as métricas obtidas e dificultando a obtenção de um modelo que
gerasse lucro.

• Indicadores: Foi posśıvel perceber que para todas as ações estudadas, as confi-
gurações de seis e oito indicadores obtiveram resultados semelhantes e em vezes me-
lhores que a configuração com o maior número de indicadores. Fizemos uma análise
de rankeamento dos indicadores por meio da função SelectKBest da biblioteca skle-
arn e percebemos que os três indicadores adicionais na configuração mais complexa
representavam as features com menor relevância para o conjunto de dados de todas
as ações, portanto esse resultado está de acordo com nossas análises. O rank dos
indicadores pode ser visto na Figura 8.

• Intervalo de tempo: Quanto ao tamanho dos timesteps, percebemos que em alguns
experimentos o aumento do tamanho da janela de utilização gerou resultados satis-
fatórios, porém uma janela de dois dias foi uma forma suficiente (e em diversos casos,
a mais eficiente) de se aprender as relações entre os comportamentos das ações. Isso
nos leva a crer que matematicamente a relação entre o comportamento da ação se dá
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Figura 8: Ranking de indicadores para as ações da Coca-Cola Company (NASDAQ: KO). No topo vemos os clássicos
ı́ndices relacionados a médias móveis (CCI, SMA e EMA) e com as piores colocações temos os indicadores de volume
(ADOSC, OBV e AD).

de uma forma majoritariamente próxima, e efeitos que ocorrem em janelas maiores
de dias, como por exemplo de uma semana de distância, acabam por não influencias
no valor de forma tão direta.

Para cada modelo foi calculado o lucro teórico a partir de um algoritmo que, de acordo
com as predições do modelo, tomava a decisão de comprar ações, vender ações ou não realizar
nenhuma transação. Para os modelos de 2 classes (classificação binária), a classificação
simplesmente analisava se o modelo previa compra ou venda em determinado momento e
executava essa ação. Para os modelos de 8 classes (não binário que analisa a qualidade
da compra e venda), a ação era comprada para qualquer das classificações B1, B2, B3, B4
(que indicavam que as ações iriam aumentar de valor no dia seguinte até 0,5%, até 1,0%,
até 2,0% ou mais que 2,0%) e era vendida se as classificações S1, S2, S3, S4 (semelhante à
situação de compra, mas indicando que o valor da ação iria cair). A imagem 9 representa
o lucro obtido para um experimento espećıfico.

Foi posśıvel, a partir dos resultados obtidos para a classificação do modelo e do teste de
lucro simulado, perceber que para uma situação de perda e ganho diário como a proposta,
erros de predição influenciam negativamente de uma forma excessiva nos resultados finais,
uma vez que um caso de classificação incorreta não só significa um menor ganho como na
verdade implica em uma perda. Assim, mesmo com modelos com acurácia acima do valor
de 70%, a natureza do problema se mostrou complexa o suficiente para que não houvesse
lucro real obtido.

Para o caso de classificação binária, porém, por se tratar de um problema mais simples,
foi posśıvel perceber um retorno financeiro real para o estudo proposto. Nesse caso, podemos
perceber também como o fato da arquitetura LSTM utilizar-se das informações sequenciais
prevaleceu para a obtenção de melhores resultados. Uma outra observação obtida a partir
da análise dos resultados foi a diferença entre os peŕıodos de treino e testes utilizados.
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Figura 9: Lucro obtido para o modelo de rede LSTM, com 2 classes, janela de 5 dias e 3 indicadores. Lucro total de
12,44% ao ano no peŕıodo testado, sendo que as ações aumentaram 3,58% ao ano nesse peŕıodo.

Figura 10: Na primeira imagem, valores de fechamento diário da empresa Microsoft (NASDAQ: MSFT). É posśıvel
perceber o aumento vertiginoso no valor da ação que ocorre no peŕıodo de 5 anos mais recentes. Na segunda imagem,
temos os valores para a Oracle Corporation (NYSE: ORCL), que apresenta um crescimento constante porém mais
aproximadamente linear.

Na maior parte das ações analisadas, apesar de todas apresentarem aumento entre o
peŕıodo inicial e o final estudados, é posśıvel perceber por meio da Figura 10 que o compor-
tamento particularmente da ação MSFT no peŕıodo a partir de 2014 se comporta de ma-
neira praticamente exponencial, em contraste com seus valores encontrados até o momento.
Essa discrepância e repentina alteração no comportamento dessa ação foi determinante no
desempenho reduzido para todos os modelos quando comfrontados com esse conjunto de
dados.

4 Conclusão

A abordagem computacional ao clássico problema de previsão de séries temporais re-
lacionada ao mercado financeiro se mostra interessante. Por mais que os resultados não
tenham sido completamente consistentes nas diferentes ações analisadas, podemos ver que
existem algumas correlações entre os modelos utilizados e resultados obtidos que devem ser
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exploradas com mais atenção.

O problema de predição de valores futuros de ativos é um clássico desafio do mercado
financeiro. No nosso projeto tentamos mostrar alguma conexão entre os indicadores utili-
zados como entrada dos modelos e o valor futuro das ações e foi posśıvel mostrar que há
relação em grande ńıvel entre esses valores. As taxas de precisão dos modelos mostram
com segurança que os indicadores técnicos podem ser utilizados para prever tendências da
bolsa de valores, fato que embate diretamente com a Teoria de Random Walk [2] e mostra,
mais uma vez, que o mercado se comporta de maneira caótica, mas de maneira nenhuma é
completamente aleatório.

Fato interessante é que apesar de ser posśıvel acusar uma refutação da Teoria de Random
Walk não podemos dizer o mesmo sobre a Hipótese do Mercado Eficiente [1]. A alta acurácia
do modelo afirma o primeiro, mas o baixo ńıvel de lucro teórico entre os modelos tende a
assumir que o mercado de ações tem grande eficiência e que as ações rapidamente atingem
um novo patamar de estabilidade. Realizar uma análise técnica sem a interpretação de
not́ıcias e fatos externos é arriscado, já que o investidor passa a depender das informações
já refletidas nos preços dos ativos ao invés de obtê-los de antemão. O entendimento dos
fatos que afetam o mercado é necessário para que o investidor possa obter vantagem sobre
os demais através de uma entrada anterior em um mercado que irá se aquecer.

Sabemos que por mais que a abordagem tenha tido algum ńıvel de sucesso ainda há
alguns pontos a se melhorar. A análise técnica tem muito valor, mas a hipótese explorada
leva em consideração somente os valores diretos da ação, de tal maneira que não permite
muita influência de fatores externos, o que sabemos que não é verdade para o caso de
valores de ações. Uma not́ıcia, um escândalo ou acontecimentos poĺıticos podem alterar
diretamente esse mercado, de tal maneira que somente uma análise direcionada aos valores
seria incapaz de captar. Dessa maneira, uma abordagem que tente captar essas influências
e nuances externos que envolvem uma certa ação ou empresa seriam de grande valor para
o entendimento do comportamento geral dessa. Uma análise de sentimento relacionado às
tendências do mercado de ações poderia direcionar muito melhor ações que potencialmente
teriam melhor retorno. Além disso, levamos em conta a hipótese de que um número maior
de pontos para treinamento e teste poderia reverter em um resultado substancialmente
melhor, mas infelizmente não é tão fácil encontrar portais gratuitos com tais dados.

Por fim, os valores de acurácia alcançados nos experimentos e as compreensões obtidas
a partir do estudo do funcionamento do mercado e dos valores de ações demonstram que
o desenvolvimento de soluções computacionais para auxiliar em tomadas de decisões para
esse tipo de problema uma área extremamente promissora.
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A Resultados completos

Para todos as tabelas de resultados a seguir, segue a legenda.

• Modelo: Representa a configuração de modelo no qual o experimento foi executado.

– A: Arquitetura de Rede Neural.

– C: Número de classes para previsão.

– J: Intervalo de tempo (Janela) de dias na entrada do modelo.

– I: Quantidade de indicadores financeiros utilizados.

• Resultado: Métricas obtidas após o treinamento do modelo.

https://www.alphavantage.co/
https://www.alphavantage.co/
https://mrjbq7.github.io/ta-lib/
https://mrjbq7.github.io/ta-lib/
https://www.tradingtechnologies.com/xtrader-help/x-study/technical-indicator-definitions/list-of-technical-indicators/
https://www.tradingtechnologies.com/xtrader-help/x-study/technical-indicator-definitions/list-of-technical-indicators/
http://colah.github.io/posts/2015-08-Understanding-LSTMs/
http://colah.github.io/posts/2015-08-Understanding-LSTMs/
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– Lucro relativo: Valor relativo entre o lucro obtido a partir do algoritmo descrito
na seçao 3 e o valor total de crescimento da ação no peŕıodo analisado.

– % Lucro/ano: Valor em porcentagem do crescimento anual da simulação de
investimento.

– F1-Score, Precision, Recall: Métricas de classificação.
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Figura 11: Resultados dos experimentos para ações da Coca-Cola Company.
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Figura 12: Resultados dos experimentos para ações da IBM.
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Figura 13: Resultados dos experimentos para ações da Oracle Corporation.
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Figura 14: Resultados dos experimentos para ações da Microsoft.
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