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Resumo

Nos ultimos anos, conforme evoluiram as bibliotecas de suporte para redes neurais, tivemos
um aumento do uso das mesmas para dispositivos moveis e computadores embarcados. Porém
mesmo com essa evolugao pouco tem se estudado sobre o custo energético dessa técnica quando
classificando imagens dentro desses dispositivos. Com isso tivemos como objetivo prever a
dissipacao média de poténcia de determinada rede neural quando executando em um computador
embarcado Raspberry Pi 3. Para isso medimos a poténcia do dispositivo na execucao de cada
rede e suas camadas, construimos uma base de dados com as medicoes, e executamos diversos
testes de regressao linear para energia e tempo de processamento das camadas convolucionais.
Usando a rede Squeezenet como base, conseguimos uma acurdcia de 80% em tempo e energia,
levando a uma estimativa de poténcia média préxima da observada nas medigoes (resultado de
3,2W estimados contra 3 W medidos). Esperamos que esse trabalho possa ser usado de base
para mais estudos quanto ao consumo energético e assim ajudar a gerar uma forma mais genérica
para a predigao.

1 Introducao

Conforme o tempo passa, cada vez mais tem-se visto a evolugao das redes neurais e da sua eficiéncia,
especialmente na anélise e classificacao de imagens. Cada vez mais precisas, as redes foram ficando
maiores e suas camadas foram ficando mais complexas. Recentemente algumas redes foram embar-
cadas em dispositivos méveis, gragas aos avangos das bibliotecas de apoio, como o TensorFlow/[5].

Com o lancamento do TensorFlow Lite e outras solugoes (ML kit[6] e Core ML [7] para Android
e i0S respectivamente) comegou a ficar comum o uso de machine learning dentro de aplicativos
em celulares e computadores embarcados como Raspberry Pi[10]. Entretanto, mesmo com algumas
das redes tendo sido feitas para esse novo ambiente, o estudo do consumo energético dessas redes
ainda é muito novo e ainda tem muito que avancar.

Neste projeto criamos um preditor de consumo energético para redes neurais embarcadas ro-
dando na placa Raspberry Pi versao 3. Para isso criamos e usamos uma base de dados de consumo
de redes neurais rodando no dispositivo. Estes dados serviram de base para criar modelos de
predicao de consumo de energia baseados em regressao linear. Os modelos desenvolvidos foram
capazes de nos dar respostas bem préximas da poténcia média gasta na pratica.

2 Revisao Bibliografica

Como base para o projeto, foram procurados na literatura outros artigos que tratassem do mesmo
assunto. Contudo, mesmo sendo um assunto novo e existindo artigos que apresentam novos métodos
para eficiéncia energética, como prunning de parametros, onde a partir da varidncia que gera cada
um dos filtros pegamos aqueles que ficam com 90% e assim descartamos os outros, por exemplo[2];
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ou novos modelos de redes que tém um menor nimero de camadas ou com filtros menores que,
quando colocados em maior nimero, conseguem ser mais eficientes em tempo e mantém o quao bom
é a previsao[3]; ou ainda outros tipos de previsao energética como o consumo de energia elétrica em
uma casa usando redes neurais. Existem poucos artigos ou referencias para métodos de previsao de
consumo energético para redes neurais em dispositivos méveis ou placas menores como raspberry
pi e Odroid.

Contudo, com a ajuda de um artigo de prunning[2] lé-se em seu inicio que, um dos métodos
mais comuns de se tentar prever o gasto energético é usando MAC instructions - multiply and
accumulate ou multiply and add (tensorflow usa essa segunda nomenclatura, além de usar flops,
que também é outra nomenclatura usada pelo tensorflow), no qual esse tipo especifico de instrucao
seria responsavel por 90% do consumo de uma inferéncia feita por redes neurais em qualquer
arquitetura. Isso acabou dando um caminho inicial a ser seguido pelas predi¢coes, mas o artigo que
realmente seviu de base para o projeto foi o Neural Power[1].

No Neural Power temos uma metodologia de predicao de consumo energético de redes neurais,
onde é levado em consideragao, além de instrucoes, caracteristicas especificas de cada tipo de
camada estudada (fully connected, convolutional e pooling especificamente). Nesse artigo também
¢é feita uma predicao de tempo para cada rede que fora estudada de forma a comparar com o que
realmente é esperado de uma inferéncia dentro de um dispositivo mével.

3 Coleta de Dados

Para que fosse possivel a predicao, foi necessario a criacao de uma base de dados capaz de nos
fornecer dados de diferentes redes, com diferentes configuragoes, para assim obtermos um melhor
resultado na hora da analise.

Sendo assim, foram usadas 5 redes para a criacao dessa base, sendo elas as seguintes: Squeezenet,
Inception V3, MobileNet V1, MobileNet V2 e MobiliNet V1 quant. Além dessas 5 ficaram de reserva
mais 3 que podem vir a ser usadas como validacao dos modelos criados, sendo elas: Inception V4,
Inception-Resnet e Resnet V2.

Com as redes escolhidas basta agora coletar os dados através do sistema de benchmark K-
bench que usa o tensorflow e outro repositério chamado benchmark-tfl para conseguir extrai-los
da raspberry e tratd-los da forma que precisamos. Abaixo segue uma pequena descricdo do que
contempla e como funcionam cada uma das partes envolvidas na coleta.

Benchmark-tfl

Como primeira parte do sistema , o benchmark-tfl contava com a implementacao de dois programas
que seriam os responsaveis por colher os dados de execugao de cada uma das inferéncias das redes;
no caso, o beeswax e o bumblebee.

O Beeswax é responsavel por rodar as inferéncias nos modelos de rede que foram escolhidos;
entao é ele que se incumbird de alimentar os modelos com as labels e com as imagens, e rodar o
nimero determinado de inferéncias que foi pedido.

Ja o Bumblebee é responsavel por se comunicar com o smart power 2 e assim retirar as in-
formagoes de energia que as placas estdao consumindo, enquanto estao fazendo as inferéncias nas
redes. Neste caso ele acaba pegando o quanto a placa, como um todo, estd gastando de energia em
cada intervalo de tempo medido.
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tensorflow

J& a segunda parte (que é parte essencial de um dos programas da parte inicial) é um fork do
tensorflow que fora modificado de forma a ser capaz de compilar o tensorflow lite com o cmake,
e assim utilizd-lo como uma biblioteca estatica dentro do beeswax e, além disso, alguns de seus
kernels foram modificados para serem mais eficientes.

kbench

A parte final do sistema é baseada na ferramenta kbench, que utiliza os resultados das ferramentas
anteriores e realiza o benchmark, gerando consequentemente, todos os dados necessarios para criar
a base de dados de tempo e energia das placas. Ele é responsavel por se comunicar com as placas e
enviar para elas os dois programas compilados e, a partir disso, receber e tratar os dados recebidos
da placa, tornando possivel analisa-los e trata-los.

3.1 Configuracgoes Iniciais

Para que fosse possivel a coleta de dados foi necessario um setup inicial do ambiente, e da placa a
ser utilizada.

Foi utilizado o sistema Ubuntu, rodando em modo headless mode para consumir menos energia
durante a execucao na placa. Além disso, no computador utilizado para o projeto foi usado Ubuntu
16 com cmake maior que a versao 3.6 e gcc e g++ como compiladores.

Preparado o ambiente, foi necessario a compilagao dos programas do benchmark-tfl; neste caso,
foi utilizado o cmake que cria o makefile a ser utilizado para a compilagao. Os comandos para isso
foram os seguintes:

mkdir build
cd build
;| cmake .. —DCMAKEBUILD TYPE=Release \
—DTENSORFLOW _LITE_SOURCE_DIR=TENSORFLOW_ROOT/ tensorflow / tensorflow /contrib/
lite \ —DCMAKE TOOLCHAINS=../toolchains/rpi3.cmake

make

Como pode ser visto, além do arquivo principal do cmake, o CMakeLists.txt, também adicio-
namos um arquivo com as configuracoes necessarias para cada plataforma especifica; no caso do
exemplo acima o arquivo usado foi o rpi3.cmake, que contém as informacoes para o raspbian.

Com o make gerado, apenas bastou executéd-lo para obtermos os binarios do beeswax e do
bumbleebee para raspbian.

3.2 Funcionamento

Configurada a placa e gerados os executaveis, pode-se comecar a gerar os dados de execugao. Para
isso foi usado o kbench, a ultima parte da coleta. Para que o kbench funcionasse foi necessério
primeiramente a configuragao do repositério, colocando-se dentro do diretério /benchmarks/tflite
cada uma das redes, no formato tflite, que serao usadas, e suas respectivas labels em txt. Cada
uma dessas redes deve estar dentro de um diretério com o mesmo nome da rede, caso contririo o
script nao encontrard os arquivo necessarios para enviar para a placa.




11

19

4 F. Matheus e L. Wanner

Feito isso é necessario colocar dentro do script kbench, dentro do diretério scripts, cada um
dos nomes das possiveis redes neurais. E por fim, as imagens que serao usadas para as inferéncias,
deverao ja estar dentro da placa.

Feita essa configuragao inicial do repositorio, pode-se executar o kbench para rodar os testes
por ssh na placa. Segue o comando utilizado:

./kbench.py tflite ~/Desktop/build—rpi —model-name resnet_-v2.101_.299 —inferences
10 —energy —device—type raspbian —device—host pi@behemoth

Acima estd o comando utilizado para que o kbench fosse acionado para determinada rede
(resnet v2). O primeiro parametro a ser usado indica qual o motor que serd utilizado para fazer
a inferéncia das imagens (no caso foi utilizado o tflite, mas ACL também é um motor valido); o
segundo parametro é caminho para o os executaveis do bumbleebee e beewax; o terceiro, nome
do modelo; o quarto, nimero de inferéncias para cada imagem; o quinto é o pardmetro que liga a
medicao de energia; o sexto, o tipo de placa e por fim qual é o IP da placa alvo.

Feito isso, foi usado um arquivo com um script em shell com todas as linhas necessarias para
rodar todas as redes para a raspberry. Segue o script em shell:

echo ”Start Tests”

echo "neural network: Mobile Net v1”

./kbench.py tflite ~/Desktop/build—rpi —model-name mobilenet_v1.1.0.224 —
inferences 10 —energy ——device—type raspbian —device—host pi@behemoth

echo "neural network: Quant Mobile Net v1”

./kbench.py tflite ~/Desktop/build—rpi —model-name mobilenet_quant_v1_.224 —
inferences 10 —energy —device—type raspbian —device—host pi@behemoth

echo ”"neural network: inception v3”

./kbench.py tflite ~/Desktop/build—rpi —model-name inception_v3 —inferences 10 —
energy —device—type raspbian —device—host pi@behemoth

echo "neural network: Mobile Net v2”

./kbench.py tflite ~/Desktop/build—rpi —model-name mobilenet_v2_1.0_224_quant ——
inferences 10 —energy —device—type raspbian —device—host pi@behemoth

echo "neural network: Squeeze”

./kbench.py tflite ~/Desktop/build—rpi —model-name squeezenet —inferences 10 ——
energy —device—type raspbian —device—host pi@behemoth

echo "neural network: inception resnet”

./kbench.py tflite ~/Desktop/build—rpi —model-name inception_resnet_v2 —inferences
10 —energy —device—type raspbian —device—host pi@behemoth

echo "neural network: resnet v2”

./kbench.py tflite ~/Desktop/build—rpi —model-name resnet_v2_.101.299 —inferences
10 —energy —device—type raspbian —device—host pi@behemoth

echo "neural network: inception v4”

./kbench.py tflite ~/Desktop/build—rpi —model-name inception_.v4 —inferences 10 —
energy —device—type raspbian —device—host pi@behemoth

echo ”Tests Ended”

3.3 Resultados

Usando a raspberry, como resultado foram obtidas as leituras de execugdo e energia das seguintes
redes : MobileNet v1, MobileNet Quant v1, Inception V3, MobileNet V2 Quant e Squezee Net.
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Tabela 1: Sumario de Comparagao das Redes (Acuracia)

Average Standard Top 1 Reference Top 5 Reference

Inference Time (ms) Deviation Top 1 Top 5
MobileNet V1 567.877 6.121 92.13 70.9 98.15 89.9
SqueezeNet 845.166 3.0420 50.93 0 73.15 0
MobileNet V1 Quant 334.728 9.051 87.96 70.1 97.69 88.9
MobileNet V2 Quant 426.506 13.973 91.67 0 98.61 0
Inception V3 5359.407 10.701 92.59 0.0 98.15 0

Tabela 2: Sumério de Comparacao das Redes (Energia e Poténcia)

Average energy Standard  Average Standard

spent (J) Deviation power (W) Deviation
MobileNet V1 1.643 0.0123 2.894 0.0136
SqueezeNet 2.602 0.0176 3.0787 0.0184
MobileNet V1 Quant 0.975 0.0236 2.913 0.0150
MobileNet V2 Quant 1.196 0.0356 2.806 0.0141
Inception V3 16.519 0.0597 3.0823 0.00990

Algumas das redes citadas anteriormente acabaram ficando de fora por conta do tempo; foram elas:
Inception V4, Resnet V2 e Inception Resnet V2.

Para cada uma das redes tivemos 216 imagens usadas de base, sendo obtida a média delas apds
10 inferéncias de cada uma. As tabelas de 1 a 3 contém o resumo das medidas.

4 Analise Inicial
A Partir dos dados isolados de cada rede em relagao a seus kernels, alguns graficos foram gerados
com algumas possiveis andlises, como energia por kernel, poténcia por rede e tempo médio de

inferéncia por rede.
Observando a tabela 4 vé-se que o tamanho em si, na realidade, ndo nos tras muita informagao,

Tabela 3: Sumério de Comparagao das Redes (Tempo)

Average time (ms) Standard Deviation

MobileNet V1 5678.759 61.226
SqueezeNet 8451.644 30.436
MobileNet V1 Quant 3347.259 90.579
MobileNet V2 Quant 4265.120 139.744

Inception V3 53594.088 107.0278
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Tabela 4: Neural Network Sizes

Neural Network Size
MobileNet V1 31
MobileNet V1 Quant 31
Squeezenet 40
MobileNet V2 Quant 65
Inception V3 126

pois temos redes de tamanhos variados mas com composigoes de camadas muito diferentes; sendo
assim, nao se pode utilizar essa correlagao sem antes considerar quais camadas existem na rede.

Ja na figura 1 temos o grafico do tempo médio que cada inferéncia teve em cada uma das
redes utilizadas. O que se pode concluir é que a inception foi realmente a que teve maior tempo
de inferéncia, como esperado, pois é a maior rede do conjunto. Outro detalhe interessante é que
mesmo a MobileNet V2 sendo duas vezes maior que V1, nao teve duas vezes o tempo de inferéncia
e sim um aumento de aproximadamente 27 porcento apenas, mostrando que realmente nao se deve
desprezar os nucleos que estao sendo utilizados para a andlise.

Average Inference Time (ms) vs. Neural Network
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Quant Quant

Meural Netwaork

Figura 1: Tempo de inferéncia Médio por Rede

A figura 2 também nos mostra a mesma coisa que a figura 1 quanto & relagdo tamanho e energia.
Sem considerarmos do que é feita a rede, temos praticamente uma linha quanto & poténcia gasta
por cada rede. Sendo assim, nao se percebe um aumento muito grande para redes muito maiores,
e, novamente, a MobileNet V2 quant mostrou que mesmo com o dobro de camadas a sua poténcia
gasta fol menor que a MobileNet V1 quant. Portanto, usar apenas o tamanho, nao é valido.
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Average Power (W) vs. Neural Network
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Figura 2: Poténcia Média Gasta por Rede

Finalmente, olhando com mais detalhe uma das redes (MobileNet V1), vemos que cada camada
contribui de formas diferentes dentro do processo de inferéncia para o tempo, mas o posicionamento
dela no processo também influencia, pois apds varias transformagoes na imagem de entrada, cada
camada recebe um input de tamanho diferente; assim, é esperado que camadas que tém a mesma
funcao impactem de formas diferentes o tempo de execucao.

Ao olharmos agora a poténcia gasta por kernel, vé-se também que hd uma variacdo o quanto
kernels de mesma fungao tem durante o processo de inferéncia; mas essa variacdo nao necessaria-
mente é decrescente, como é no tempo (para alguns dos kernels). Em alguns casos a poténcia chega
a aumentar se a camada estd no fim do processo. Portanto, mesmo com a diminuicao dos inputs
durante o processo, ndo necessariamente teremos uma taxa menor de consumo de energia para as
camadas.

5 Tratamento dos Dados

Feita a coleta dos dados e o tratamento inicial do kbench, ainda foi necessario um certo tratamento
deles para tornar possivel a predicao. Sendo assim, o que foi feito para completar as informacoes,
foi utilizar as informagoes do flatbuffer (modelo do tflite) e dos papers de cada rede, para assim
conseguir as configuracoes de cada layer na rede e coloca-las dentro de um json de forma a facilitar
0 Uso.

As informacoes faltantes quanto as redes foram: input e output de cada layer, niimero de filtros
usados, tamanho dos filtros e o stride de cada layer. Além disso tambem foi necessédrio fazer com
que os dados de energia e tempo de cada layer fossem organizados.

Com isso temos um dicionario de dados em que cada entrada individual é uma layer da rede,
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Average Time Per Kernel
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Figura 3: Tempo médio de cada camada da Mobile Net V1

com suas leituras de poténcia média para cada entrada de tempo que temos, mais as informagcoes
estruturais de cada layer.

6 Predicao

Feito o tratamento dos dados podemos comegar a fazer as predi¢ées de consumo energético para
cada rede. Um primeiro passo é tentar encontrar um modelo para cada tipo de layer principal que
iremos utilizar de base.

Se analisarmos como sao estruturadas as redes, temos que a camada mais comum é a conv
2d; assim, ela serd a primeira a ser usada como teste, e quando tivermos um bom modelo para
ela, poderemos seguir com as outras, que, no caso, seriam a max pooling e a depth conv, as quais
também aparecem com certa frequéncia dentro das redes. Por fim vamos ignorar a softmax e a
reshape pelo simples fato de que elas nao contribuem de forma significativa para o tempo e para o
consumo energético de cada rede.

Portanto, vale ressaltar que como teste inicial usamos a SqueezeNet; pois dentre as redes que
temos é a que nos forneceu de modo mais ficil a estrutura de sua rede.

6.1 Modelos iniciais

Antes de continuar com a metodologia realmente usada, tentamos utilizar uma técnica presente
na literatura, que é a utilizacao do nimero de instrugées MAC. Embora o tensorflow possua um
método de contar essas instrugoes, ele apenas apareceu em versoes mais recentes e nao tinha um
tutorial para usa-lo em raspbian.
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Figura 4: Tempo médio de cada camada da MobileNet V1

Isso feito, tentamos mudar para o nimero de instrucoes total, ao invés de apenas usar o MAC.
Mas tivemos outro problema, o perf (que para nds seria a melhor tool do linux para retirar esses
dados) nao estava compilado, apesar de estarmos com um raspbian, para a nossa versao do kernel.

Logo,

terfamos que compilar e fazer o processo mais longo. Por isso acabamos desistindo dessas

abordagens, que apesar de serem mais precisas, sao menos gerais e fazem com que a predigao fique
dependendo dessa informagao. Seguimos, entdo para modelos menos precisos mas que potencial-
mente podem ser mais usaveis e gerais.

6.2

Modelos

Como dito anteriormente, comecamos usando a camada conv 2d visando achar um modelo bom
para essa camada. E entdao comecamos com a primeira rede, a squeezenet, de forma que nosso
intuito foi chegar em um modelo aproximado bom e ver se ele se replica para as outras redes.
Abaixo temos uma pequena explicacao de como é a SqueezeNet.

6.2.1 SqueezeNet

Como demonstrado, a SqueezeNet é uma rede baseada na AlexNet que se propde a manter o
mesmo nivel de acurdcia, mas com um tamanho e um nimero de operacoes bem menor. Ela
usa como base uma série de fire layers, que nada mais sdo do que 3 layers convolucionais, sendo
a primeira chamada de squeezee, onde sao passados varios filtros 1x1 para diminuir a entrada e
depois temos duas camadas paralelas (que sao concatenadas posteriormente) com filtros 1x1 e 3x3
respectivamente.
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Dito isso, vemos que existe um problema: todas as camadas sao muito parecidas em questao
de estrutura variando apenas um pouco no tamanho dos filtros e no nimero de filtros que cada
camada tem; e, mesmo isso, é repetido seguidamente em camadas fire diferentes. Portanto temos
varias leituras de energia diferentes para a mesma configuragao de camada, o que pode vir a ser
um problema.

6.2.2 Regressao Linear

A primeira técnica usada foi a regressao linear de multiplas varidveis, usando scikit learn[8], para
que o desenvolvimento dos testes fosse mais facil e mais rapido.

Como parte inicial foram usados os dados de média de poténcia gasta em cada iteragao de cada
imagem para a squezze net e cada camada convolucional. Desta forma obtivemos um total de 45360
entradas de dados para treino e validacdo do modelo. Além disso, deixamos os dados com apenas
duas casas decimais, para reduzir consideravelmente o erro de medigao do aparelho.

Cada entrada consiste em 10 varidveis, sendo elas: entrada da camada (em trés dimensoes -
logo conta como 3 variaveis); a saida da camada (também em trés dimensoes); o stride da camada;
o nimero de filtros usado pela camada, e o tamanho do filtro (em duas dimensoes). Tudo isso nos
d4 uma equacao da seguinte forma:

Power(x) = bias + a x input[0] + b x input[1] + ¢ * input[2] + d * output[0] + e * output[1] + f *
output[2] + g * stride + h x numberO f Filters + i x filterSize[0] 4 j * filterSize[l]

Embaralhando os dados e dividindo 80% do conjunto para treino e 20% para validagao, obtive-
mos uma equagao com um score de 0.387, ou seja 38,7% de acerto enquanto prevendo. J& os erros
dessa medicao sao os seguintes:

Tabela 5: Erros Absolutos e Erro Quadratico Médio de Cada

Regressao

Mean Absolute Root Mean

Error Squared Error
Primeira Regressao - Poténcia média por inferéncia 0.187 0.238
Segunda Regressao - Poténcia média de cada Imagem  0.16 0.202
Terceira Regressao - Energia consumida por inferéncia 0.0343 0.0555
Quarta Regressao - Energia consumida por inferéncia ~ 0.0339 0.0551
Quarta Regressao - Tempo de execucao por inferéncia 10.916 17.46
Quinta Regressao - Energia consumida por imagem 0.04 0.0598
Quinta Regressao - Tempo de execucao por imagem 10.959 17.614
Sexta Regressao - Energia consumida por inferéncia 0.0337 0.0546
Sexta Regressao - Tempo de execugao por inferéncia 10.798 17.304

Como obtivemos um resultado dentro do esperado, fizemos algumas mudancas nos dados: ao
invés de usar cada uma das medidas de poténcia para cada iteracao do benchmark, usamos a média
que cada camada consumiu para cada imagem,e sendo assim, nosso conjunto de dados foi para um
total de 4536 entradas. A equacdo a ser descoberta continuou a mesma. Apds treino e validacdo
obtivemos um score de 0.487, ou 48.7% o que demonstrou ser uma melhora considerdvel em relacao
ao teste anterior.

Porém, mesmo com uma melhora consideravel na predicao ainda nao seria o suficiente; mas,
antes de trocar a técnica ao invés de utilizar a poténcia, utilizamos a energia consumida por camada
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em cada inferéncia.

Fazendo isso e mantendo a estrutura da equagao (mesmas entradas, apenas mudando a saida - de
poténcia para energia), obtivemos um score de 0.858, o que é uma melhora muito boa, significando
que conseguimos acertar com uma precisao boa. Isto feito, o proximo passo foi ver se além disso
conseguiamos um bom resultado na predi¢ao do tempo de execugao.

Fazendo as duas regressoes juntas obtivemos um score de 0.852 para energia e 0.857 para o
tempo. Portanto, observamos que ambas as regressoes sao boas.

Com o objetivo de melhorar esse score, como fizemos com a poténcia, fizemos um teste usando
a média para as imagens, e obtivemos um score de 0.876 para energia e de 0.867 para o tempo.

Como ultimo passo desse quinto teste, previmos a poténcia média da rede usando as regressoes
acima. O método utilizado foi: somar o resultado previsto de energia para cada camada da rede e
somar o tempo previsto de execucao para cada camada da rede. Com esses dois dados e dividindo
o total de energia pelo total do tempo obtivemos a poténcia média da rede.

Agindo assim, o resultado encontrado foi de 2.656 W, sendo que pelos dados obtidos a média
para a squeezenet foi de 3.078 W. Resultado um tanto distante, mas dentro do esperado, pois
estavamos usando apenas camadas convolucionais.

Finalizando, fizemos a mesma coisa com os dados de cada inferéncia, e os scores para cada
predicao foram de 0.859 para energia e 0.865 para o tempo; e a predicao encontrada para a squee-
zenet foi de 3.213 W, muito mais préximo do encontrado nas medigoes, o que nao era o esperado.
Mas faz um certo sentido, pois boa parte do tempo gasto em uma inferéncia é gasto nas convolugoes,
e nao no resto do processo.

7 Conclusao

Neste trabalho analisamos o consumo de energia de redes neurais convolucionais rodando no com-
putador embarcado Raspberry Pi. Foi medido o consumo energético de 5 redes diferentes e seus
tempos de inferéncia por camada com a Raspberry, e foram feitos 6 testes de regressao. Foram
utilizadas duas equacgoOes lineares, uma para energia e outra para o tempo de inferéncia, que sao
capazes de prever com uma precisao de 80% como uma camada convolucional 2d se comporta ao
rodar no dispositivo. Com essas duas equacOes conseguimos prever a poténcia média de uma rede
neural convolucional, como a SqueezeNet.

A regressao linear conseguiu prever com uma certa precisao a poténcia média de uma rede.
Contudo, isso foi usado apenas para prever o consumo de um tipo de rede. Sendo assim, existe a
possibilidade de termos overfitting e assim nao conseguirmos prever com exatidao a média de outra
rede.

Préximos passos para esse projeto poderiam usar outras redes para treinar, aumentando assim
a variedade e qualidade do conjunto de dados para camadas convolucionais, e, consequentemente,
obter uma expressao mais genérica. Além disso, para conseguir uma previsao melhor precisariamos
incorporar outros tipos de camadas na predi¢ao, como max pooling, depth convolution e fully con-
nected, melhorando assim a nossa predi¢ao para uma gama maior de redes. Logo, esse também seria
um passo necessario para ser o mais genérico possivel. Por fim uma possibilidade seria incorporar
também dados de outras placas, deixando assim mais genérica, a equagao.

Os dados e cédigo desenvolvidos neste trabalho estao disponiveis no GitHub [9].
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