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Diagnóstico de COVID-19 usando Redes Neurais Profundas

Thiago Dong Chen Gabriel Bianchin de Oliveira Zanoni Dias

Resumo

Com a pandemia de COVID-19, diversos esforços vêm sendo feitos para o desenvolvimento
de diagnósticos rápidos e eficazes para auxiliar profissionais da saúde nas tomadas de decisão.
Neste trabalho, avaliamos redes neurais convolucionais para classificar imagens radiográficas
do tórax de pacientes entre normal, pneumonia e COVID-19. Avaliamos diversas técnicas de
pré-processamento e de treinamento, sendo que os melhores resultados foram obtidos dividindo
a imagem em patches e realizando o ensemble entre as redes especialistas em cada um dos
trechos da imagem. Como resultado, nosso classificador atingiu 90,67% no teste, superando
outro método da literatura.

1 Introdução

O novo coronav́ırus Sars-CoV-2, também conhecido como COVID-19, primeiramente descoberto
em Wuhan (China) em 2019, é um v́ırus capaz de produzir uma infecção altamente perigosa e pode
gerar alta pressão no sistema de saúde com a necessidade de diversos leitos em hospitais para a
recuperação dos infectados. Em março de 2020, a Organização Mundial da Saúde (OMS) declarou
o COVID-19 como uma pandemia, apontando para os mais de 118.000 casos da doença coronav́ırus
em mais de 110 páıses e territórios ao redor do mundo e o risco sustentado de maior disseminação
global [34]. A partir desta declaração, houveram mudanças drásticas na forma como vivemos em
relação a saúde [5], questões psicossociais [8] e econômicas [17].

Com o aumento de casos de COVID-19 desde a sua descoberta, grandes impactos nos sistemas
públicos e privados de saúde vêm acontecendo, como falta de leitos e respiradores, assim como
a falta de testes do tipo RT-PCR (do inglês Real-Time Reverse-Transcription Polymerase Chain
Reaction) [10], que é o método mais comum para testar posśıveis infectados.

Mesmo com o método RT-PCR, alguns casos de falsos positivos e falsos negativos podem aconte-
cer [26], necessitando a avaliação de radiografias e tomografias computadorizadas por especialistas,
que atinge altas taxas de eficácia [2, 9].

As imagens de raio-X tirados pelos radiologistas possuem caracteŕısticas visuais que trazem
ind́ıcios iniciais de que a pessoa pode estar infectado com a doença, sendo que essas carateŕısticas
são notadas, normalmente, por médicos especializados. Devido a necessidade de análise de uma
grande quantidade de imagens de pacientes e o tempo necessário para cada análise de especialistas,
diversos esforços têm sido feitos para desenvolver métodos eficientes e eficazes para o diagnóstico
de COVID-19.

Impulsionadas por sua eficácia na análise de imagens médicas [20, 22, 28, 35], as redes convolu-
cionais têm sido vistas como uma posśıvel alternativa para diagnosticar automaticamente pacientes
com COVID-19 a partir de radiografias de tórax [15].

Existem alguns trabalhos na literatura que tratam o problema de classificação de imagens
médicas com aprendizado de máquina profunda. Oliveira et al. [15] realizou um comparativo en-
tre diferentes arquiteturas de redes convolucionais, como ResNet50, EfficientNetB7, MobileNetV2,
DenseNet121, MobileNet, Xception, InceptionV3, NASNetLarge, ResNet50V2, e também outros

1



2 T. Chen G. Oliveira Z. Dias

métodos de classificação de aprendizado de máquina tradicionais, como Random Forest, XGBoost,
Support Vector Machine (SVM), regressão loǵıstica e SVM-Linear, atingindo 93,0% no conjunto
de teste na base de dados COVIDx, versão 3. Barstugan et al. [3] desenvolveu uma classificador
de imagens COVID por tomografia computadorizada (TC), utilizando redes convolucionais anali-
sando patches em diversos tamanhos. As caracteŕısticas extráıdas foram classificadas no modelo
de SVM, atingindo a acurácia de 98,77% em uma base de dados com 150 imagens de tomografias
computadorizadas (TC). Amyar et al. [1] também realizaram análises de imagens de TC, porém ba-
seada em aprendizado de máquina profunda multi-tarefa para COVID-19 e pneumonia, realizando
tanto a segmentação e classificação, obtendo uma acurácia de 94,67% na parte de classificação.

Neste trabalho, avaliamos diversas técnicas para auxiliar no diagnóstico de pacientes com
COVID-19, com pneumonia e saudáveis usando redes convolucionais. Investigamos diversas técnicas
de pré-processamento das imagens de raio-X, como aumentação de dados, filtros que destacam
regiões do pulmão e variações nas imagens, assim como a combinação de técnicas de aprendizado
de máquina. O nosso método final é composto por 9 redes especialistas, sendo que cada uma delas
foca em uma parte da imagem, atingindo 90,67% de acurácia balanceada no teste.

O restante do texto está organizado da seguinte forma. Na Seção 2, apresentamos os principais
conceitos relacionados com o tema do trabalho. Na Seção 3, detalhamos a base de dados utilizada.
Na Seção 4, descrevemos o método proposto, assim como as ferramentas e métrica utilizadas.
Na Seção 5, apresentamos e discutimos os resultados experimentais. Na Seção 6, descrevemos as
conclusões e posśıveis linhas para trabalhos futuros.

2 Referencial Teórico

Nesta seção, apresentamos alguns conceitos que servem como base para o entendimento deste
trabalho.

2.1 Redes Neurais Convolucionais

Nesta subseção, descrevemos os conceitos relacionados às Redes Neurais Convolucionais (do
inglês Convolutional Neural Networks, CNN).

As CNNs são algoritmos que recebem como entrada imagens, e, de acordo com as caracteŕısticas
dos dados, aprendem aspectos importantes da entrada, permitindo realizar a predição da classe de
cada uma das imagens. A arquitetura das CNNs é inspirada no padrão de conectividade no córtex
visual primário e superaram as redes neurais feedforward por ser capaz de capturar dependências
espacial e temporal, por exemplo, identificando relações espaciais entre um pixel e outro pixel de
uma imagem.

Existem três principais tipos de camadas nas arquiteturas das redes convolucionais, sendo elas
convolução, pooling e fully-connected.

2.1.1 Convolução

A convolução é uma operação matemática de um somatório de produtos de duas funções em uma
região, ou seja, o produto entre a imagem e um filtro. Este filtro, também chamado de máscara
ou kernel, deslisa sobre a imagem original, e, mapeando as regiões da imagem, extrai caracteŕısticas
como arestas, linhas e traços. A Figura 1 mostra a aplicação de uma convolução em uma imagem
de tamanho 5x5 usando um filtro de tamanho 3x3.

Como cada filtro pode extrair uma informação diferente, é comum que nas arquiteturas de redes
convolucionais contenham múltiplas camadas de convolução diferentes para extrair informações
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diferentes na imagem.

Figura 1: Exemplo de uma convolução de uma imagem com um filtro 3x3.

2.1.2 Pooling

A camada de pooling é responsável por reduzir a dimensão da imagem para diminuir a complexidade
computacional, assim como aumentar a velocidade de treinamento do modelo. Esta operação é
muito eficiente para redes convolucionais profundas, já que por padrão possuem diversos parâmetros
para o treinamento.

Os principais tipos de pooling são max pooling e average pooling. O max pooling retorna o
valor máximo de uma subregião da imagem, exemplificado na Figura 2, enquanto o average pooling
retorna a média da subregião.

Figura 2: Exemplo de uma imagem antes e depois do processo de max pooling 3x3.

2.1.3 Fully-Connected

As camadas fully-connected, ou totalmente conectadas, são regiões da rede convolucional onde todos
os neurônios da camada anterior se conectam com todos neurônios da camada seguinte, conforme
apresentado na Figura 3, onde a camada totalmente conectada se conecta a todos neurônios de
entrada e também de sáıda.



4 T. Chen G. Oliveira Z. Dias

Devido a todas as conexões entre os neurônios, as camadas totalmente conectadas possuem alto
custo computacional, já que cada conexão possui um peso que precisa ser treinado. Sendo assim,
este tipo de camada geralmente é utilizado apenas no final das arquiteturas das redes convolucionais.

Figura 3: Camada totalmente conectada.

2.2 Funções de Ativação

As funções de ativação nas CNNs implicam na sáıda do cálculo de cada um dos neurônios que passa
por uma função de ativação, que pode acionar ou não aquele neurônio. O principal motivo para se
utilizar funções de ativação é adicionar não linearidade na rede neural.

Dentre as funções de ativação não lineares, a mais utilizada é a ReLU (do inglês Rectified
Linear Units), que é linear para valores positivos e possui valor igual a 0 para valores negativos. A
Equação 1 apresenta esta função de ativação.

f(x) = max(0, x) (1)

Para a camada de sáıda em problemas multi-classe, a função de ativação utilizada é o softmax,
apresentando as probabilidades do dado de entrada pertencer a cada uma das classes. A Equação 2
mostra a equação da função softmax, onde para cada classe i, a probabilidade é calculada a partir
da divisão pelo somatório dos valores de todas as k classes, gerando um valor real entre 0 e 1.

f(x′i) =
exi∑k
j=1 e

xj
(2)

2.3 Aprendizagem por Transferência

Um modelo de CNN requer uma alta quantidade de imagens e também requer um longo peŕıodo
de tempo para treinar. Para minimizar esse custo, utilizamos a técnica chamada de aprendizagem
por transferência [32].

Esta abordagem reutiliza o modelo pré-treinado em uma outra tarefa e ajusta os pesos da rede
convolucional para o problema em questão, permitindo a aceleração da convergência dos pesos.
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Existem diversas redes pré-treinadas dispońıveis na literatura, como as redes da famı́lia Effi-
cientNet [25], ResNet [12] e DenseNet [13], sendo que a maioria das redes disponibilizadas foram
pré-treinadas no conjunto ImageNet [14].

2.4 Patches

O patching de uma imagem é um processo de selecionar regiões de uma imagem arbitrariamente
ou seguindo alguma regra, com objetivo de extrair carateŕısticas desta região. A partir das carac-
teŕısticas extráıdas, é posśıvel realizar a predição da imagem [7].

3 Conjunto de Dados

Para este trabalho, utilizamos o conjunto de dados COVIDx [29], que é uma combinação de
múltiplos repositórios de base de dados públicos, que variam de resolução 157 x 156 até 5623
x 4757. As bases que formam a COVIDx estão listadas a seguir:

• COVID-19 Image Data Collection, COVID-19 Chest X-ray Dataset Initiative [6];

• ActualMed COVID-19 Chest X-ray Dataset Initiative [30];

• RSNA Pneumonia Detection Challenge dataset [18];

• COVID-19 radiography database [4, 19].

Como a tarefa de classificação de imagens de raio-X COVID-19 é um problema de interesse
mundial e novas radiografias são realizadas todos os dias, as bases que compõem o COVIDx estão
em constante atualização, adicionando novas imagens em breve peŕıodos de tempo. Sendo assim,
optamos por utilizar a versão 7, que era a mais recente em Março de 2021.

O conjunto de dados possui 15.411 imagens de raio-X, extráıdos da parte torácica dos pacientes,
sendo que para cada um dos pacientes, pode haver mais do que uma imagem.

Cada imagem de raio-X pertence a uma de três posśıveis classes: normal, pneumonia e COVID.
A Figura 4 apresenta uma imagem como exemplo de cada uma das classes.

Figura 4: Exemplo de imagens de raio-X de cada classe. (a) Normal, (b) Pneumonia e (c) COVID-
19.
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Para a divisão dos dados em treinamento, validação e teste, utilizamos a mesma abordagem
indicada no repositório original, ou seja, separamos 300 imagens que foram indicadas para o con-
junto de teste, sendo que existem 100 imagens de cada uma das classe, e as 15.111 restantes para
treinamento e validação.

A partir das 15.111 imagens restantes, fizemos a divisão considerando os pacientes, ou seja,
garantindo que não houvessem imagens de um mesmo paciente no treinamento e na validação.
Para realizar a divisão, separamos 75% dos pacientes em treinamento e 25% em validação. Em
relação as imagens, a proporção ficou igual a 74,9% para o conjunto de treinamento e 25,1% para
o conjunto de validação, como mostra na Tabela 1.

Tabela 1: Quantidade de imagens nos conjuntos de treinamento, validação e teste.

Classe Treinamento Validação Teste

Normal 5.983 1.983 100
Pneumonia 4.123 1.352 100
COVID-19 1.212 458 100

Total 11.318 3.793 300

A Tabela 2 mostra a frequência de imagens do mesmo paciente nos conjuntos de treinamento,
validação e teste. Pelos dados, é posśıvel perceber que a maioria dos pacientes possuem uma única
imagem de raio-X, o que possibilita maior variabilidade no treinamento devido imagens de pacientes
diferentes.

Tabela 2: Frequência de imagens do mesmo paciente no conjunto de dados.

Frequência de imagens
Treinamento Validação Teste

de um mesmo paciente

1x 11.113 3.698 255
2x 50 14 9
3x 20 10 5
4x 7 5 3
5x 2 2 —
6x — — —
7x 1 1 —

Total 11.318 3.793 300

4 Metodologia

Nesta seção, iremos descrever as etapas do método usado para a classificação multi-classe utilizando
as técnicas de aprendizado de máquina. A seção está subdivida nas seguintes subseções: ferramentas
utilizadas, pré-processamento, modelos de classificação e métricas de avaliação.
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4.1 Ferramentas Utilizadas

Os experimentos de análise e classificação de imagens foram feitos com a linguagem de programação
Python 3.7, juntamente com as bibliotecas TensorFlow1 e scikit-learn2 para o treinamento dos
modelos de aprendizado de máquina e OpenCV3 para aplicação de kernels para o pré-processamento
de imagens.

4.2 Pré-Processamento

Como as imagens da base de dados variam de tamanho, para os experimentos deste trabalho redi-
mensionamos todas as imagens em um tamanho de 224x224. Além disto, os dados dos conjuntos de
treinamento e validação foram embaralhados para evitar que o modelo de aprendizado de máquina
fique enviesado em relação a algum um tipo de padrão na ordenação das imagens e utilizamos a
função de pré-processamento indicada para cada uma das redes pré-treinadas.

Nas subseções seguintes, apresentamos as etapas de pré-processamento que foram utilizadas em
alguns dos experimentos realizados, assim como o cálculo de pesos das classes para o treinamento.

4.2.1 Aumentação de Dados

As redes neurais profundas são modelos bons em tarefas de classificação de imagens. Entretanto,
para um problema de classificação de imagens supervisionado, o modelo de aprendizado de máquina
requer um grande volume de amostras rotuladas. Em especial, as imagens raio-X de tórax precisam
de um especialista para a classificar as imagens com sua respectiva classe, tornando-se um processo
custoso. Assim, as técnicas de aumentação de dados podem criar versões alteradas do conjunto de
dados já existente, aumentando o conjunto original e podendo deixar o modelo mais robusto.

Neste trabalho, realizamos experimentos com diversas técnicas de aumentação, sendo elas espe-
lhamento horizontal, rotação da imagem em 90◦, rotação da imagem em 45◦, alteração do brilho,
zoom aleatório e corte aleatório. A Figura 5 mostra alguns exemplos de imagens geradas.

Figura 5: Exemplos aumentação de dados. (a) Original, (b) Zoom, (c) Brilho e (d) Rotação.

4.2.2 Filtros

Durante o pré-processamento, também foram realizados cinco experimentos para avaliar a perfor-
mance de diversos filtros conhecidos na literatura nas imagens da base COVIDx.

1https://www.tensorflow.org
2https://scikit-learn.org
3https://opencv.org
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Figura 6: Exemplo de imagens raio-X de pacientes aplicando filtros. (a) Imagem original, (b)
Otsu (c) Otsu com preenchimento do fundo (d) Limiarização adaptativa média (e) Limiarização
adaptativa gaussiana (f) Equalização adaptativa do histograma.

Primeiramente, aplicamos a limiarização simples da intensidade do pixel da imagem, que con-
siste em zerar o valor do pixel quando inferior a um certo limiar. Para a escolha do limiar, utilizamos
o algoritmo de Otsu que escolhe automaticamente o valor do limiar com o objetivo de separar o
fundo e o primeiro plano da imagem [11]. No segundo experimento, reutilizamos a Otsu, mas
preenchendo o fundo da imagem.

Usar a limiarização simples não considera os contrastes intermediários da imagem. Para isso, no
terceiro e quarto experimentos, usamos também a limiarização adaptativa, que determina o limiar
considerando os valores dos pixels ao seu redor. Consideramos usar a limiarização adaptativa média,
que determina o seu limiar como a média da área da vizinhança menos uma constante C, assim
como a limiarização adaptativa gaussiana, que considera o valor limite como a soma ponderada
gaussiana dos valores de vizinhança menos a constante C [16].

E por fim, aplicamos o filtro de equalização adaptativa do histograma que realça o contraste da
imagem, utilizando histograma da imagem [31].

4.2.3 Patches

Com o objetivo de avaliar regiões espećıficas das imagens, fizemos recortes quadrados com tamanhos
correspondentes a 25% das imagens originais (metade da altura e metade da largura).

Dividimos cada imagem original em nove regiões, ou patches, utilizando os quatro quadrantes
da imagem original, a região central da imagem, que possui partes dos quatro quadrantes (estas
cinco representações são apresentadas na Figura 7a), além de mais quatro regiões, criados a partir
das interseções entre dois quadrantes adjacentes (representados na Figura 7b).

Durante os experimentos, iremos nos referir aos quatro quadrantes como superior esquerdo,
superior direito, inferior esquerdo e inferior direito. Para a região central da imagem, usaremos
o termo central, enquanto para as intersecções entre os quadrantes, usaremos superior, inferior,
esquerdo e direito.

4.2.4 Cálculo de Pesos para as Classes

Como o conjunto de treinamento da base de dados COVIDx é desbalanceado, ou seja, não possui
a mesma quantidade de dados para todas as classes, o treinamento pode ficar enviesado de acordo
com a distribuição da classe mais frequente.

Para diminuir este fenômeno, usamos pesos para cada uma das classes durante o treinamento
(do inglês class weights), ponderando função de erro de acordo com a frequência de amostras, com
o intuito da rede “prestar mais atenção” nas classes com menos amostras.

Para atribuir pesos para cada uma das classes, usamos a Equação 3, onde Dmax representa
a quantidade de dados da classe mais frequente e Di representa a quantidade de dados da classe
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Figura 7: Representação dos patches nos quadrantes: (a) superior esquerdo, superior direito, inferior
esquerdo, inferior direito e central (b) esquerdo, direito, superior e inferior.

(a)

(b)

i. Pela Equação 3, a classe mais frequente receberá peso igual a 1, enquanto as demais classes
receberão pesos maiores.

Pi =
Dmax

Di
(3)
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4.3 Modelos para Classificação

A Figura 8 mostra uma visão geral da metodologia aplicada para a classificação das imagens de
pulmão, que consiste em pré-processar as imagens, e, em seguida, realizar o treinamento do modelo.
Depois deste processo, é feita a predição das imagens nas classes normal, pneumonia e COVID-19.
Neste trabalho, executamos diversos experimentos para comparar a performance do modelo base,
utilizando a descida de gradiente estocástica como otimizador da função de custo.

Figura 8: Metodologia aplicada para classificação das imagens de raio-X de pulmão.

Inicialmente, utilizamos os modelos pré-treinados DenseNet169 [13], MobileNetV2 [21], Effici-
entNetB7 [27], ResNet50 [12] e VGG-19 [24] para fins de comparações.

A partir do modelo base, realizamos o descongelamento gradual dos pesos pré-treinados da
ImageNet. Em seguida, realizamos experimentos aplicando as técnicas de pré-processamento de
maneira individual, para comparar as técnicas de maneira isolada. Nesta etapa, comparamos
as aumentações de dados, filtros e maneiras de diminuir o impacto do conjunto de dados não-
balanceado com sobre e sub-amostragem nas classes.

4.3.1 Patches

Para os experimentos de patches, inicialmente foram treinados modelos para classificar regiões
espećıficas da imagem.

Em seguida, empregamos as técnicas de ensemble para a análise completa das imagens radi-
ográficas de pulmão. As técnicas de ensemble são métodos que combinam múltiplos modelos de
aprendizado de máquina para obter resultados em conjunto.

Neste trabalho, realizamos três tipos de ensembles a partir de resultados de camadas diferentes.
No primeiro experimento, foram combinados os resultados das probabilidades de cada classe da
camada de sáıda de cada um dos modelos. Já no segundo experimento, utilizamos os resultados
da camada anterior a da classificação para realizar o ensemble. No último experimento, utilizamos
a camada de sáıda dos modelos para fazer um sistema de votação, partindo tanto da médias das
probabilidades de cada uma das classes (que chamamos de votação soft), quanto da votação das
classe preditas por cada modelo (que chamamos de votação hard).

4.4 Métrica de Avaliação

Para problemas de classificação binária, o recall é a fração dos elementos verdadeiros positivos
divididos pelo número total de unidades classificadas positivamente, descrita na Equação 4, onde
Tp é a quantidade de verdadeiros positivos e Fp é a quantidade de falsos positivos. Os valores que



Diagnóstico de COVID-19 11

são verdadeiros referem às amostras que o modelo previu corretamente, enquanto os falsos são os
que foram previstos incorretamente.

Recall =
Tp

Tp + Fp
(4)

Para a avaliação dos experimentos deste trabalho, a acurácia balanceada foi escolhida como
métrica do nosso problema de classificação de múltiplas classes, pois evita que o resultado das
predições das classes com mais amostras predomine, nos casos em que o conjunto de dados é
desbalanceado. A acurácia balanceada é essencialmente a média dos valores de recall de cada
classe, descrita na Equação 5.

AcuráciaBalanceada =
1

3
× (Recallnormal + Recallpneumonia + RecallCOV ID) (5)

5 Resultados e Discussão

Nesta seção, apresentamos os resultados e discussão dos experimentos realizados durante este pro-
jeto. Dividimos os resultados em resultados iniciais, camadas descongeladas, aumentação de dados
e balanceamento, filtros e patches. No final, avaliamos o melhor modelo no conjunto de teste.

5.1 Resultados Iniciais

Inicialmente, exploramos CNNs de diversas famı́lias de redes diferentes para a tarefa sob inves-
tigação. A Tabela 3 mostra os modelos bases que utilizamos para avaliar a classificação das imagens,
utilizando os pesos pré-treinadas da ImageNet [14].

Analisando os resultados, podemos ver que não há uma diferença significativa entre os mode-
los iniciais apresentados. Executamos o teste estat́ıstico de Wilcoxon [33] entre a ResNet50 e a
DenseNet169, e obtivemos o valor p-value igual a 0,48, indicando que elas são estatisticamente
equivalentes. Sendo assim, utilizamos a ResNet50 por ter apresentado um bom desempenho na
tarefa de predição de pacientes com COVID-19 na literatura [15].

Tabela 3: Acurácia balanceada no conjunto de validação utilizando os modelos iniciais.

Rede Acurácia Balanceada (%)

DenseNet169 91,64
MobileNetV2 91,51

EfficientNetB7 91,42
ResNet50 91,41
VGG-19 91,26

5.2 Camadas Descongeladas

Nesta subseção, avaliamos a performance da ResNet50 pré-treinada com a base da ImageNet [14].
Para isto, realizamos testes variando a quantidade de camadas descongeladas, iniciando do des-
congelamento da parte superior da arquitetura, ou seja, apenas as camadas fully-connected, até o
descongelamento total da rede.

A Tabela 4 demonstra que congelando boa parte das camadas da CNN e apenas permitindo que
os 6.147 pesos da última camada fully-connected sejam treináveis, obtivemos resultados razóaveis
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(acurácia balanceada de 87,29% no conjunto de validação). Isso mostra que o modelo pré-treinado
foi capaz de extrair informações relevantes das imagens.

Entretanto, a Tabela 4 mostra que quanto mais camadas descongeladas, ou seja, maior número
de parâmetros treináveis, maior a acurácia. Durante os experimentos, verificamos que quanto mais
camadas congeladas, maior é a velocidade de treinamento.

Tabela 4: Acurácia balanceada no conjunto de validação variando a quantidade de camadas des-
congeladas e de parâmetros treináveis da arquitetura ResNet50.

Quantidade de Quantidade de
Acurácia Balanceada (%)

Camadas Descongeladas Parâmetros Treináveis

176 23.540.739 91,41
21 8.937.475 90,72
18 7.887.363 90,23
15 5.526.531 89,97
10 4.471.811 89,89
8 3.421.699 89,09
5 1.060.867 88,28
4 10.243 87,07
1 6.147 87,29

5.3 Aumentação de Dados e Balanceamento

Depois de comparar os resultados da ResNet50 variando a quantidade de camadas descongeladas,
realizamos experimentos aplicando técnicas de aumentação de dados como alteração do brilho, es-
pelhamento horizontal, rotação e zoom, como também experimentos para tentar diminuir o impacto
dos dados desbalanceados.

A Tabela 5 mostra os resultados dos experimentos com a aumentação de dados. O espelha-
mento horizontal e a variação do brilho das imagens obtiveram melhores acurácias em relação ao
experimento sem aplicação da aumentação de dados (91,41%).

A partir desses resultados, foi realizado um experimento onde somamos o espelhamento hori-
zontal e a variação do brilho. Assim, obtivemos o melhor resultado com a aumentação do tipo
brilho, superando as outras aumentações, incluindo a junção de brilho e espelhamento horizontal,
conforme mostrado na Tabela 5.

Com o objetivo de reduzir a diferença do desbalanceamento entre as classes, empregamos a
técnica de sobre-amostragem e sub-amostragem aleatória. A sub-amostragem dos dados obteve
89,57% na acurácia na validação, mostrando a importância de um grande conjunto de dados.
Já no experimento com a sobre-amostragem, obtivemos 91,67%, mostrando pouca diferença na
performance entre o modelo ResNet50 sem aplicação da técnica.

5.4 Filtros

Nesta subseção, aplicamos os filtros de forma isolada, ou seja, sem utilização das técnicas exploradas
nos experimentos com aumentação de dados. A Tabela 6 apresenta os resultados obtidos usando os
filtros Otsu, Otsu com preenchimento do fundo, limiarização adaptativa média, limiarização adap-
tativa gaussiana e equalização adaptativa do histograma, mostrando que não atingiram resultados
superiores comparado com a ResNet50 sem pré-processamento.
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Tabela 5: Acurácia balanceada no conjunto de validação variando a técnica de aumentação ou
balanceamento.

Método Acurácia Balanceada (%)

Aumentação de dados
Brilho 92,47
Brilho + Espelhamento horizontal 92,33
Espelhamento horizontal 92,15
Rotação [-90◦, +90◦] 90,26
Rotação [-45◦, +45◦] 90,01
Zoom 89,31

Balanceamento
Sobre-amostragem 91,67
Sub-amostragem aleatória 89,57

Na Figura 6, em que são exibidos exemplos de imagens com a aplicação de cada um dos filtros,
podemos perceber que os filtros utilizando Otsu realizam uma limiarização mais ŕıgida, enquanto
os filtros de limiarização adaptativa e equalização adaptativa do histograma apresentam um filtro
mais suave, indicando uma menor perda de informação relevante para a classificação, o que pode
explicar o resultado inferior ao utilizar a limiarização com Otsu, conforme mostra a Tabela 6.

Tabela 6: Acurácia balanceada no conjunto de validação variando filtros.

Filtro Acurácia Balanceada (%)

Equalização adaptativa do histograma 88,52
Limiarização adaptativa média 87,74

Limiarização adaptativa gaussiana 85,07
Otsu com preenchimento do fundo 83,34

Otsu 79,48

5.5 Patches

Neste experimento, foi realizado o patching das imagens para criar modelos especialistas em cada
região do pulmão, utilizando as imagens originais sem as etapas de pré-processamento realizadas
nos experimentos anteriores, como aumentação de dados e filtros. Optamos por duas abordagens,
sendo a primeira considerando cinco patches: superior esquerdo, superior direito, inferior esquerdo,
inferior direito e central. Na segunda abordagem, consideramos todos os nove patches.

Em ambos os experimentos, selecionamos regiões espećıficas de uma imagem com o objetivo de
criar modelos especialistas em cada seção do pulmão. A Tabela 7 mostra o resultado do treinamento
de cada um dos patches individualmente na rede ResNet50, indicando que a região que obteve a
melhor acurácia de validação foi com o patch central. Isso se deve ao fato da maneira que a imagem
de raio-X é tirado, onde é centralizado no pulmão.

5.6 Ensemble dos Patches

Após os experimentos considerando cada um dos patches, realizamos o ensemble entre eles. A
Tabela 8 mostra os resultados de cada uma das técnicas de ensemble utilizadas, indicando maiores
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Tabela 7: Acurácia balanceada no conjunto de validação com diferentes patches.

Filtro Acurácia Balanceada (%)

Central 91,70
Inferior esquerdo 91,08

Inferior 91,02
Superior esquerdo 90,41

Inferior direito 90,30
Esquerdo 90,00
Superior 89,76

Superior direito 89,65
Direito 88,15

valores de acurácia balanceada para todas as técnicas de ensemble comparado com a rede ResNet50
pré-treinada na ImageNet e com cada uma delas individualmente.

5.7 Avaliação no Conjunto de Teste

Nesta subseção, avaliamos o nosso melhor modelo no conjunto de teste. Além disto, aplicamos
técnicas de explicabilidade dos resultados e comparamos o nosso método com a literatura.

5.7.1 Melhor Modelo

Avaliamos o nosso melhor modelo encontrado na validação, que consiste a arquitetura ResNet50
com três camadas totalmente conectadas utilizando as deep features realizando a fusão entre os
9 patches, usando as imagens originais sem etapas de pré-processamento, como aumentação de
dados e utilização de filtros, no conjunto de teste.

Como resultado, obtivemos a acurácia balanceada de 90,67%. Este resultado é um pouco
inferior do que a acurácia da validação, uma diferença aceitável significando que o modelo consegue
generalizar as imagens do nosso problema de classificação.

A Figura 9 apresenta a matriz de confusão do melhor modelo no conjunto de teste. A matriz
mostra que o modelo obteve bons resultados para as três classes, principalmente para a classe
normal. Os principais erros aconteceram na classe COVID-19, onde 11,0% das imagens foram
preditas como pneumonia e 5,0% como normal.

5.7.2 Grad-CAM

Grad-CAM [23] é uma ferramenta que nos fornece um mapa de calor indicando o local em que a
CNN está “prestando mais atenção” na imagem. Para entender melhor o nosso modelo, utilizamos
o Grad-CAM para identificar se o classificador está aprendendo nas regiões espećıficas nos pulmões
ou está sendo enviesado por algum rúıdo ou artefato do raio-X.

A Figura 10 mostra o Grad-CAM aplicado em um exemplo entrada do nosso conjunto de teste,
utilizando o nosso melhor modelo. Podemos observar que as regiões mais focadas são principalmente
partes do pulmão. Vale notar também que uma quantidade considerável das imagens possuem letras
escritas no raio-X (este artefato pode ser visto no canto superior direito do nosso exemplo, onde
tem um “L” escrito), mas o modelo conseguiu ignorar a letra.



Diagnóstico de COVID-19 15

Tabela 8: Acurácia balanceada no experimento de emsemble dos patches com camadas fully-
connected (FC).

Método Acurácia Balanceada (%)

5 Patches
Probabilidade
ResNet50 com 1 FC 93,04%
ResNet50 com 2 FC 92,45%
ResNet50 com 3 FC 92,31%

Deep Features
ResNet50 com 1 FC 92,98%
ResNet50 com 2 FC 93,01%
ResNet50 com 3 FC 92,91%

Votação

Soft 93,14%
Hard 93,20%

9 Patches
Probabilidade
ResNet50 com 1 FC 92,87%
ResNet50 com 2 FC 92,39%
ResNet50 com 3 FC 92,19%

Deep Features
ResNet50 com 1 FC 93,46%
ResNet50 com 2 FC 93,30%
ResNet50 com 3 FC 93,60%

Votação

Soft 92,75%
Hard 92,76%

5.7.3 Comparação com a Literatura

Como fim de comparação com a literatura, reproduzimos a metodologia de Oliveira et al. [15]
utilizando a base de dados deste projeto. Optamos pela reprodução devido a não existir trabalhos
que reportam resultados nesta versão da base COVIDx, muito por conta da rápida atualização da
mesma.

Com a reprodução, obtivemos a acurácia de 84,00% no conjunto de teste. Comparando com
o nosso resultado, o nosso método atingiu 6,67 pontos percentuais acima deste método. Sendo
assim, entendemos que realizar o ensemble das redes especialistas nos patches prediz melhor do que
realizar ensemble com arquiteturas diferentes analisando a imagem completa.

6 Conclusões e Trabalhos Futuros

A pressão sobre o sistema de saúde causada pela COVID-19 é um dos maiores dramas da pandemia.
Os infectados precisam de atendimento e tratamento imediato. Além disso, o prolongado peŕıodo
de pandemia que estamos vivendo escancara a exaustão f́ısica, mental e emocional generalizada
sofrida pelos profissionais da saúde. Dessa forma, se faz necessário incluir métodos de diagnóstico
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Figura 9: Matriz de confusão do melhor modelo no conjunto de teste.
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que sejam eficientes no aux́ılio aos profissionais da área da saúde.

O nosso modelo de classificação que consiste em realizar ensemble dos modelos especialistas
de cada patch apresentou a acurácia de 90,67% no conjunto de teste, um resultado satisfatório,
permitindo ajudar na tarefa de classificação das imagens de raio-X entre COVID-19, pneumonia e
normal.

Como trabalhos futuros, podemos combinar os experimentos que obtiveram resultados superi-
ores ao modelo inicial, com o intuito de empregar a técnica de patches com aumentação de dados.
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