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Resumo

Este trabalho descreve um estudo comparativo entre diferentes arquiteturas de técnicas
de detecção de mudanças em imagens de satélite em ambientes florestais. O estuda pro-
curou explorar a capacidade de modelos já bem conceituados na área de segmentação
de imagens e detecção de mudanças em lidar com um problema ambiental muito recor-
rente no Brasil, que é o desmatamento. As arquiteturas analisadas foram U-Net [1],
U-Net++ [2], DeepLabV3 [3] e DeepLabv3+ [4]. Esses modelos foram treinados e testa-
dos com bases de dados em contextos de dados florestais de desmatamento, utilizando-se
imagens do satélite Sentinel-2. Cada modelo em cada contexto foi analisado e seus resul-
tados foram comparados, mostrando que alguns se comportam de maneira mais eficiente
dado o contexto dos dados introduzidos.

1 Introdução

Os problemas florestais no Brasil sempre foram muito recorrentes desde sua descoberta. O
desmatamento, em espećıfico, é o maior problema encontrado nas florestas brasileiras no
século XXI [8]. Com o grande histórico de desmatamento, as reduzidas regiões de mata
nativa que permanecem presentes são ameaçadas pelo avanço ilegal de fazendas e outros
tipos de desmatamento. Para controlar esse problema, há diversos órgãos fiscalizadores que
tentam identificar o avanço dessa destruição. Entretanto, detectar se uma área está sendo
desmatada ilegalmente e o tamanho desta área é uma tarefa desafiadora e trabalhosa para
ser realizada de forma manual.

Por esse motivo, sistemas de monitoramento utilizam dados remotos, como imagens
obtidas por satélite de alta resolução periódicos no tempo. Com o aumento no cenário de
satélites de imagem, representado no Brasil pelo lançamento do satélite AMAZONIA 1 em
28 de janeiro de 2021, as imagens de satélite estão se tornando uma fonte de informações
cada vez mais rica em dados e acesśıvel para utilização. A partir destes dados, pode-se inferir
informações que reduzem a carga de trabalho em identificar e calcular os desmatamentos.

Uma das técnicas que vêm sendo exploradas pela comunidade cient́ıfica é a utilização de
modelos de aprendizado de máquina para detecção de mudança e segmentação de imagens.
Com a alta deste tema, há o lançamento cada vez mais frequente de diversos métodos e
arquiteturas para a aplicação em diferentes categorias de problema. Estes modelos podem
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ser aplicados no contexto de desmatamento, utilizando-se imagens de satélite de uma mesma
região, mas de datas diferentes, junto de uma máscara de gabarito para o treinamento do
modelo.

O principal objetivo deste trabalho é comparar alguns dos métodos de detecção de
mudanças e segmentação de imagens já bem estabelecidos na academia e no mercado, para
a aplicação em imagens de satélite no contexto de desmatamento. Dessa forma, quatro
arquiteturas serão avaliadas: U-Net [1], U-Net++ [2], DeepLabV3 [3] e DeepLabv3+ [4]. As
análises deverão mostrar a eficácia de cada uma dessas arquiteturas neste tipo de aplicação.

2 Trabalhos Relacionados

Há diversos algoritmos de detecção de mudanças em imagens, sendo que cada arquitetura
tem seus diferenciais que os fazem melhores dependendo do tipo de aplicação ou do tipo
de imagem. Neste trabalho, são exploradas 4 tipos de arquitetura diferentes, U-Net [1],
U-Net++ [2], DeepLabV3 [3] e DeepLabv3+ [4].

Uma das arquiteturas está entre as mais utilizadas atualmente no contexto de seg-
mentação de imagens. A U-Net [1] é uma rede neural convolucional que foi desenvolvida
originalmente para segmentação de imagens biomédicas. A rede é baseada em Fully Con-
volutional Network [6]. A ideia principal dessa rede é complementar uma rede de contração
regular com camadas sucessivas, em que as operações de pooling são substitúıdas por ope-
radores de upsampling. Uma modificação importante na U-Net [1] é que há um grande
número de canais de caracteŕısticas na parte de upsampling, que permite à rede propagar
informações de contexto para camadas de resolução mais alta. Como consequência, o cami-
nho expansivo tem uma aparência simétrica à parte contrária e produz uma arquitetura em
forma de “U”. A rede usa apenas a parte válida de cada convolução sem nenhuma camada
totalmente conectada. Para prever os pixels na região da borda da imagem, o contexto
ausente é expandido, espelhando-se a imagem de entrada. Esta estratégia de tiling é im-
portante para aplicar a rede a imagens grandes, caso contrário, a resolução seria limitada
pela memória da Unidade de Processamento Gráfico (Graphics Processing Unit - GPU).
No final, o objetivo dessa arquitetura é funcionar com menos imagens de treinamento e
produzir segmentações mais precisas.

Baseada na U-Net [1], a U-Net++ [2] é outra arquitetura para segmentação de imagens
inicialmente projetada para aplicações médicas. Sua arquitetura é essencialmente uma
rede codificador-decodificador profundamente supervisionada. Por meio do uso de sub-
redes de decodificadores aninhados densamente conectadas, ele aprimora o processamento
de caracteŕısticas extráıdas e foi relatado por seus autores por superar a U-Net em algumas
tarefas médicas de segmentação de imagens.

DeepLabv3 [3] é uma arquitetura de segmentação semântica que melhora o Dee-
pLabv2 [11] com várias modificações. Para lidar com o problema de segmentação de objetos
em múltiplas escalas, são projetados módulos que empregam a convolução atrous em cas-
cata ou em paralelo para capturar o contexto multiescala por meio da adoção de múltiplas
frequências atrous. Além disso, o módulo Atrous Spatial Pyramid Pooling da DeepLabv2 [11]
aumentou com caracteŕısticas de ńıvel de imagem que codificam o contexto global e aumen-
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tam ainda mais o desempenho.

De forma a complementar o DeepLabV3 [3], o DeepLabv3+ [4] é uma arquitetura de seg-
mentação semântica que melhora sua antecessora, como adicionar um módulo decodificador
simples, mas eficaz, para refinar os resultados da segmentação.

3 Material e Métodos

Esta seção descreve o conjunto de dados utilizado nos experimentos e as técnicas avaliadas
para detecção de mudanças em imagens de satélite em ambientes florestais.

3.1 Conjunto de Dados

O conjunto de dados para o treinamento e a avaliação dos modelos é composto por imagens
do satélite Sentinel-2, que orbita em torno da Terra capturando fotografias de alta resolução
com um intervalo médio de aproximadamente 4 dias para retornar ao mesmo ponto. As
fotografias capturadas pelo satélite são de 12-bits e possuem 13 bandas incluindo a RGB
(Red-Green-Blue).

Cada elemento da base de dados é composta por uma imagem mais antiga, uma imagem
mais recente, em que o peŕıodo entre as duas imagens é de aproximadamente 5 meses, e
uma máscara binária com a região que foi desmatada de uma imagem para a outra. Tanto
as imagens quanto a máscara têm resolução de 512 pixels. O conjunto de dados foi separado
em 848 linhas no conjunto de treinamento e 424 no conjunto de teste. A Figura 1 ilustra
duas imagens e uma máscara do conjunto de dados.

Figura 1: Imagens que compõem uma linha da base de dados. Primeira imagem, segunda
imagem e máscara, respectivamente.

3.2 Pré-processamento dos Dados

Para o pré-processamento dos dados, foram inclúıdas nos modelos apenas as bandas RGB,
equivalentes às bandas 4, 3 e 2, respectivamente, das imagens de Sentinel-2. Além disso,
as imagens foram recortadas em 4 partes de 256×256 pixels, quadriplicando o tamanho
do conjunto de treinamento e de teste. Esse processo pode ser observado na Figura 2.
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Além disso, as imagens foram convertidas de 12-bit para o formato 8-bit para facilitar a
manipulação no treinamento dos modelos.

Figura 2: Imagem de entrada de 512×512 pixels, sendo recortada em 4 partes simétricas de
256×256 pixels.

3.3 Infraestrutura de Treinamento

No âmbito f́ısico, máquinas remotas foram utilizadas a partir do serviço de nuvem Ama-
zon Web Services (AWS) devido ao grande poder computacional requerido para o pré-
processamento dos dados, o treinamento, a inferência e a avaliação dos modelos.

Os dados de imagem foram armazenados no serviço da AWS Amazon Simple Storage
Service (Amazon S3), que oferece escalabilidade, disponibilidade de dados, segurança, alto
desempenho e compatibilidade com outros serviços da AWS que serão utilizados no treina-
mento do modelo.

Para a alocação de máquinas remotas, foi utilizado o Amazon Elastic Compute Cloud
(Amazon EC2), que oferece uma plataforma de computação com escolha de processador,
armazenamento, rede, sistema operacional, GPU e memória. Além disso, possuem também
instâncias de GPU espećıficas para treinamento de aprendizado de máquina. As instâncias
escolhidas para o treinamento dos modelos neste trabalho foram do grupo EC2 G4, que
são as instâncias de GPU mais econômicas e versáteis do setor para implementar modelos
de aprendizado de máquina. O modelo de instância de máquina escolhido foi o G4dn que
apresenta GPUs NVIDIA T4 e CPUs Intel Cascade Lake personalizadas, são otimizadas
para inferência de aprendizado de máquina e treinamento em pequena escala.

No âmbito digital, a linguagem utilizada para a implementação dos modelos foi Python,
juntamente com bibliotecas NumPy e PyTorch. Para facilitar a integração do projeto
em Python com as máquinas da EC2, foi utilizada a ferramenta Spotty [7], que torna o
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treinamento em instâncias de GPU tão simples quanto o treinamento em uma máquina
local. Ela torna o processo de gerenciamento da máquina remota transparente, ou seja,
ela gerencia automaticamente todos os recursos de nuvem necessários para a utilização da
máquina remota, incluindo imagens, volumes, snapshots e chaves SSH.

3.4 Arquiteturas

O formato de rede escolhido para o problema de receber duas imagens de entrada e detectar
as mudanças vegetativas entre elas foi utilizar o formato de rede neural siamesa, que recebe
duas imagens como entrada, capturadas em dois timestamps de data/hora diferentes, passa
por uma série de camadas convolucionais para obter um vetor de caracteŕısticas de alto
ńıvel para ambas e, em seguida, compara esses vetores usando uma norma Euclidiana para
calcular a mudança. A ideia é que duas imagens onde não há mudança relevante produziriam
vetores semelhantes no espaço dimensional.

É importante observar que ambas as imagens passam exatamente pela mesma rede no
estágio de extração de recursos. Ou seja, a rede é duplicada, passando nas duas imagens de
forma independente, mas se juntando em seguida para serem comparadas. O formato de
rede siamesa pode ser melhor observado na Figura 3.

Figura 3: Arquitetura de rede siamesa [10].

Em seguida. temos as modelagens visuais das redes que foram testadas, descritas na
Seção 2.

3.4.1 U-Net

Como já explicado anteriormente, a U-Net tem um caminho de compressão e um caminho
expansão. O caminho de compressão segue a arquitetura t́ıpica de uma rede convolucional.
Consiste na aplicação de duas convoluções 3×3, cada uma seguida por uma unidade linear
retificada (ReLU) e uma operação de pooling 2×2 max com passo 2 para downsampling.
Cada etapa no caminho expansivo consiste em um aumento da resolução do mapa de carac-
teŕısticas seguido por uma convolução 2×2 (“convolução para cima”) que divide pela metade
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o número de canais de caracteŕısticas. Nessa parte, também há a concatenação das duas
imagens de entrada de nosso modelo. Na camada final, uma convolução 1×1 é usada para
mapear cada vetor de caracteŕısticas. No total, a rede possui 23 camadas convolucionais.

A arquitetura U-Net testada foi reproduzida como mostrada na Figura 4. O encoder
escolhido foi a ResNet34.

Figura 4: Arquitetura U-Net siamesa com ResNet34 como o encoder [10].

3.4.2 U-Net++

A arquitetura U-Net++ consiste em um codificador e um decodificador que estão conectados
por meio de uma série de blocos convolucionais densos aninhados. A ideia principal por
trás da U-Net++ é para preencher a lacuna semântica entre os mapas de caracteŕısticas
do codificador e do decodificador antes da fusão. Ele é interligado usando um bloco de
convolução denso com três camadas de convolução. Na Figura 5, a cor preta indica a
arquitetura U-Net original, as cores verde e azul mostram os blocos de convolução densos
nos skip pathways e a cor vermelha indica supervisão profunda. Os componentes vermelho,
verde e azul distinguem o U-Net++ do U-Net.

3.4.3 DeepLabv3

DeepLabv3 é uma arquitetura de segmentação semântica para lidar com o problema de
segmentação de objetos em múltiplas escalas. Nessa arquitetura, são projetados módulos
que empregam a convolução atrous em cascata ou em paralelo para capturar o contexto
multiescala por meio da adoção de múltiplas frequências atrous. Além disso, o módulo
Atrous Spatial Pyramid Pooling da DeepLabv2, aumentado em ńıvel de imagem, apresenta
encoding de contexto global, o que melhora ainda mais seu desempenho.
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Figura 5: (a) Arquitetura da U-Net++. (b) Primeira skip pathway da U-Net++. (c) U-
Net++ pode ser ajustada em tempo de inferência, se treinada com supervisão profunda [2].

Figura 6: Arquitetura DeepLabV3 [3].

3.4.4 DeepLabv3+

Como já dito anteriormente, DeepLabv3+ estende DeepLabv3 adicionando uma estrutura
de codificador-decodificador. O módulo codificador processa informações contextuais multi-
escala aplicando convolução dilatada em múltiplas escalas, enquanto o módulo decodificador
refina os resultados da segmentação ao longo dos limites do objeto.

Com a convolução dilatada, à medida que avançamos na rede, podemos manter a passada
constante, mas com um campo de visão maior sem aumentar o número de parâmetros ou
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a quantidade de computação. Além disso, permite mapas de recursos de sáıda maiores, o
que é útil para segmentação semântica.

A razão para usar o Dilated Spatial Pyramid Pooling é que foi mostrado que conforme
a taxa de amostragem se torna maior, o número de pesos de filtro válidos (ou seja, pesos
que são aplicados à região de caracteŕıstica válida, em vez de zeros preenchidos) torna-se
menor.

Figura 7: Arquitetura do DeepLabV3+.

3.5 Métrica de Avaliação

A métrica escolhida para a avaliação da eficácia dos modelos foi a intersecção sobre a união
(Intersection-Over-Union - IoU), que é a área de sobreposição entre a segmentação prevista
e a verdade de referência (ground-truth) dividida pela área de união entre a segmentação
prevista e a verdade de referência. Ela é expressa pela Equação 1. Esta métrica varia
de 0-100% com 0 significando nenhuma sobreposição e 100 significando segmentação com
sobreposição perfeita.

IoU =
Área de Intersecção

Área de União
(1)

4 Resultados

Os modelos foram treinados em paralelo, usando diferentes máquinas do EC2. A confi-
guração foi de 64 épocas. Após o treinamento, os modelos foram testados com a métrica
IoU no conjunto de treinamento, gerando a Tabela 1. As imagens e as predições estão
ilustradas nas Figuras 8 e 9.
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Figura 8: (a) Imagem de entrada mais antiga e (b) imagem de entrada mais recente.

Figura 9: Predições dos modelos (a) U-Net (a), (b) U-Net++, (c) DeepLabv3 e (d) Dee-
pLabV3+, em que a cor vermelha corresponde aos falsos positivos, a cor verde aos verda-
deiros positivos e a cor roxa aos falsos negativos.

Rede IoU

U-Net 47.65%
U-Net++ 56.32%
DeepLabV3 59.33%
DeepLabV3+ 63.07%

Tabela 1: Resultados da métrica IoU por tipo de modelo.

Em relação às taxas de eficácia relativas entre os modelos testados, pode-se afirmar
que os resultados seguiram as posições esperadas, ou seja, uma percentagem maior para a
arquitetura DeepLabv3+, um pouco menor para a DeepLabv3, baixa para a U-Net++ e
pior para a U-Net. Isso é devido à complexidade de cada arquitetura e seus resultados em
outros estudos comparativos para outros tipos de aplicação em segmentação de imagens [4].
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Entretanto, a eficácia geral dos modelos foi relativamente baixa. Uma hipótese para este
problema são as nuvens dentro das imagens de entrada da base de dados. Podemos observar
na Figura 10 que a nuvem claramente passa sobre uma região supostamente desmatada,
mostrada na máscara da última imagem da figura. Dessa forma, há uma maior dificuldade
para o modelo inferir caracteŕısticas mais complexas, como oclusão. Observando-se mais
cuidadosamente o conjunto de treinamento, foi posśıvel encontrar diversas imagens com
nuvem.

Figura 10: Presença de nuvens que se sobrepõem à área desmatada, indicada na máscara
de ground-truth.

5 Considerações Finais

A partir de uma base de dados de um satélite poderoso, mas com suas imagens tratadas
de maneira a diminuir a resolução de suas features, foi posśıvel, mesmo com uma média de
IoU baixa, verificar qual tipo de modelo se comporta melhor dada a situação de detecção de
mudanças em imagens de satélite indicando desmatamento, elencando assim a arquitetura
DeepLabv3+ como a mais confiável das testadas no problema.

O maior desafio do trabalho foi a dificuldade de implementação das arquiteturas das
redes em uma arquitetura que não dependesse de grandes recursos computacionais, devido
ao tempo de treinamento requerido. Além disso, também houve um grande trabalho no
tratamento dos dados de treinamento e nas manipulações com as imagens da base de dados.

Para tentar melhorar a eficácia, seria importante tratar as nuvens nas imagens com al-
gum tipo de algoritmo de limpeza ou apenas remover a região onde a nuvem está presente
nas imagens. Outros fatores que podem melhorar o desempenho das redes é a exploração
de mais bandas nas imagens do Sentinel-2. Foram utilizadas apenas as bandas RGB, entre-
tanto, há mais 9 bandas que ainda podem ser exploradas. Além disso, imagens no tamanho
original de 12 bits poderiam ser exploradas para ver se a informação a mais por pixel é capaz
de causar uma diferença significativa no resultado final em relação ao tamanho utilizado
neste trabalho, que foi reduzido para 8 bits.

Como próximos passos, além das melhorias citadas no parágrafo anterior, seria inte-
ressante utilizar outros tipos de bases de dados com imagens de maior resolução e testar
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outras arquiteturas de rede para implementação de modelos de detecção de mudança mais
poderosos.
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